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Resumo

Em controle de sistemas dinamicos néo-lineares € comum egmge técnicas de linea-
rizacdo. Contudo, em processos com necessidades opaiaagomplexas, dinamicas e com
maior gama de funcionamento, o controle baseado em sistem@agzados nem sempre apre-
senta resultados satisfatérios. Objetivando a busca dedss para esse problema de controle,
apresenta-se esta pesquisa sobre o controle de sisterdasatia por meio do uso de Redes
Neurais Arti ciais (RNA). Devido a caracteristica de sergrapeadoras universais de funcdes e
de serem passivas de treinamento, as RNAs proporcionamsas/mrmas de implementacdes
em sistema de controle, caracterizadas como Neuro-cadtn@s, sendo os mais difundidos o
Neuro-controlador por Modelo Inverso e o Neuro-controtd@ieditivo. De forma a ter uma
fundamentacao tedrica é realizada uma introducao sobred@idfacando a arquitetura, o pro-
cesso de aprendizagem, mecanismos de aumento de gergd@kzaplicacdo em identi cacao
de sistemas dinamicos, bem como a sua utilizacado na arqaitde controle, abordando-as
em Neuro-controladores por Modelo Inverso e Neuro-coatimles Preditivo, sendo este ex-
plorado com maior profundidade. Pretendendo-se eliminatgs de fragilidades em neuro-
controladores encontrados na literatura é proposto umdNeantrolador Preditivo que utiliza
0 método de otimizac&o por eliminacao de regides e buscaegéosaurea. A analise de de-
sempenho do neuro-controlador proposto é obtida por metesies em processo simulado
e em processo real, por meio de uma planta piloto de newcalivdgoH. Os resultados dos
testes de rastreabilidade e rejei¢éo de disturbios indigeno neuro-controlador proposto apre-
senta evidéncias de um melhor desempenho comparado a al¢éenécas de controle, além
de possuir simplicidade de parametrizagéo.






Abstract

In the control of nonlinear dynamic systems, the use of lization techniques is very
common. However, in cases of complex and dynamic operdtraets with greater range of
operating systems, the control based on linearized systersn't always show satisfactory re-
sults. Searching for solutions to this control problems thiork aims at researching the control
of dynamic systems through the use of Arti cial Neural Netk®(ANN). Due to the characte-
ristic of being universal mappers of functions and of benagning passive, the ANNs provide
various forms of implementations in control system, knowmNauro-controllers, and the most
widespread are the Inverse Model Neuro-controller and thdi&tive Neuro-controller. In or-
der to have a theoretical basis, an introduction to ANN isigpeionducted, highlighting the
architecture, the learning process, the mechanisms adasorg and widespread use in identi -
cation of dynamical systems, as well as their use in the obatchitecture, addressing them in
Inverse Model Neuro-controllers and Predictive Neurotaalers, which is explored in grea-
ter depth. Aiming at eliminating points of weakness in necwatrollers found in literature,
a Predictive Neuro-controller that uses the method of agtition by eliminating regions and
search for golden section is proposed. The review of itsoperdnce is obtained by testing it
in real and simulated processes, through a pilot plamt-bineutralization. The test results of
tracking and rejection of disturbances indicate that tloppsed neuro-controller seems to have
an improved performance compared to some techniques afotobésides having simplicity
of parameterization.
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Capitulo 1

Introducao

Em controle de sistemas dinadmicos nao-lineares € comum regmge técnicas de lineari-
zacao (Isidori, 2000; Khalil, 2002), pois muitos sistemas-fineares podem ser representados
por um sistema linear sem perda signi cativa de suas prdades (Schwarzenbach e Gill,
1992). Contudo, exigéncias ambientais, uso de insumagesias de qualidade dos produtos,
exibilidade na producéo e outros itens exigem do processalicoes operacionais mais com-
plexas, dinamicas e com maior gama de funcionamento. Neases, o controle baseado em
sistemas linearizados nem sempre apresenta resultasfatgaio (Te Braake et al., 1998).

Alvarez et al. (2001) também comentam que projetar cortooks para sistemas nao-
lineares pelo desenvolvimento analitico de controladooesencionais (EX.: controlador Pro-
porcional Integral Derivativo - PID) ndo é garantia de fumeimento satisfatorio em toda a
faixa de operacéao.

Em virtude desses problemas, existe um crescente integgssentroladores que séo ba-
seados na teoria de controle ndo-linear, métodos que assontenhecimento da forma de
controle (controlador por l6gica nebulosafoazy, métodos que assumem o conhecimento do
comportamento do sistema (controladores preditivos ldasean modelo) e métodos que néo
incorporam conhecimento do controle nem do sistema, comwatadores com Aprendizagem
por reforco (Riedmiller, 1999).

Riedmiller (1994) diz que basicamente um controlador serelifcia em tipo e qualidades
de informacdes incorporadas a priori. Como as Redes NeArtaisiais (RNAS) possuem ca-
racteristicas de serem mapeadoras universais de funcepassivas de treinamento, estas séo
de grande importancia para uso em controle de sistemas @taht 1992; Fukuda e Shibata,
1992).



4 1 Introducao

Dentre as diversas arquiteturas que as RNAs apresentanseovidvedor pode escolher
a que melhor atenda a sua aplicacdo. Por exemplo, em aplidag@odelagem de sistemas
dindmicos, a arquitetura chamada de Redes Neurais Retmode&ntrada-Saida é amplamente
usada (Haykin, 1999).

Em um sistema de controle que faz uso de uma RNA, o controladebe o home de
Neuro-controlador e dependendo de sua disposi¢do dentanqdétetura de controle este é
dividido em Neuro-controlador por Modelo Inverso e Neuonicolador Preditivo.

Como mencionado anteriormente, para o controle de sistéimasicos nao-lineares com
operac0es criticas, é justo projetar um sistema de cotttasieado em teoria ndo-linear. Assim,
0s neuro-controladores, por possuir uma RNA em sua argrateapresentam propriedades
favoraveis ao emprego nesse tipo de sistemas.

No seguimento de Neuro-Controladores, Narendra e Mukhy@gq1994) e Sanner e Slo-
tine (1995) apresentam controladores adaptativos mriéixgis usando RNA. Liu et al. (1999)
apresentam um neuro-controlador adaptativo com RNA doRBE com capacidade de variar
o numero de funcdes de base radial para evitar super-ajusdatd a adaptacdo, garantindo
estabilidade e convergéncia do sistema de controle poraaeioria de estabilidade de Lyapu-
nov. Warwick et al. (2000) prop6em uma arquitetura de neordgrolador robusto e adaptativo
multivariavel.

Constantin (2003) apresenta técnicas de adaptacao pamcwuroladores aplicado em
sistemas nao-lineares e Ge et al. (2004) expde um tipo deotamhdr adaptativo para sistemas
com atraso no tempo desconhecido. Assim, ndo é necessésrpanar informacao a priori na
RNA sobre a quantidade de atraso. Pozas (2005) aplica tashtres preditivos ndo-lineares
usando RNA em processos de re no de petroleo.

Boukabou e Mansouri (2005) propdem um neuro-controladedipivo para controle de
sistema caotico com o estabelecimento de que a dinamicaalgugu sistema nao-linear é
aproximadamente a de um sistema linear em torno de um pomwto ikova et al. (2006)
aplica um neuro-controlador por modelo inverso em um sigtéencontrole de velocidade para
motores de indugdo. Ying et al. (2007) apresentam um neantratador preditivo com oti-
mizacdo conhecida comient-Map Chaos Optimizatiogue apresenta melhor resultado que
0 neuro-controlador preditivo com método de otimizacao@@adiente Descendente ou com
Quasi-Newton.

No cenario de controle ndo-linear, o processo de neutcdlizdepH tem despertado muito
interesse, devido ao alto grau de di culdade de controldgdvie Wylupek, 1969), ocasionando
0 emprego de técnicas de controle nao-linear, sobretudews+tontroladores.
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Nahas et al. (1992) aplicam um neuro-controlador com mouésno ao processo de
neutralizacdo dpH em um reator continuo perfeitamente agitaG8 R - Continuous Stirred
Tank Reactgrem conjunto a um preditor de Smith para compensacéao do terofdo. Doherty
et al. (1995) aplicam um neuro-controlador preditivo entpsso semelhante.

Doherty (2000) apresenta uma comparacao entre técnicamtiele que faz uso de RNAs
e controladores lineares aplicados ao processo de neagad dgH. Seus resultados indicam
um desempenho superior para o0 neuro-controlador.

Syaie et al. (2005) propde uma alteracdo na politica de ragigagem por reforco do
neuro-controlador que eleva o desempenho do controladardguaplicado ao processo de
neutralizacéo dpH.

Douratsos e Gomm (2007) apresentam resultados de neutrmediores adaptativos apli-
cados em um processo de neutralizacdpldee os comparam com o de técnica de controle
linear. E ressaltado a superioridade do desempenho do-nentwlador, mesmo durante a
fase de adaptacao.

Nota-se portanto, o crescimento da utilizacdo de neurtraadores em diversos segui-
mentos, isto devido a diversidade de arquiteturas que pstastem, bem como aliado ao seu
potencial de controle, motivando assim, seu estudo e imgrleagdo em controle de processos
dindmicos, como apresentado no decorrer deste trabalho.

Assim, inicialmente é realizado uma introducéao sobre RNéaautilizacdo em modelagem
de processo dinamico seguido de nocdes e arquiteturas decentroladores, que, por conse-
guinte, culminam na proposta de um neuro-controlador fwediom otimizador por método
de eliminacdo de regifes, dotado de busca por secdo aujealesempenho € avaliado em
controle de processos simulados e, em uma planta pilotowteahzacéo deH. Seus resul-
tados também sdo comparados aos do neuro-controladotiyiyeim método de otimizacao
por gradiente descendente e controlador PID.

1.1 Obijetivos

Pesquisar sobre controle de sistemas dinamicos por mewoditeuredes neurais arti ciais,
focando no desenvolvimento e testes do neuro-controlagalitivo, bem como sua variagéo
dotada de modelo de referéncia.

E em decorréncia desse, surgem 0s seguintes objetivosisemm
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Propor um neuro-controlador preditivo com elemento deiatigéio por secédo-aurea,
Desenvolver uma plataforma de testes;

Realizar testes de algoritmos de controle em sistemas ailosile reais e compara-los
entre si.

1.2 Organizacéo do Texto

Este texto esta organizado em:

Capitulo 2: Redes neurais arti ciais: Apresenta a fundamentacédo sobre as redes neu-
rais arti ciais (RNA) e sua aplicacdo em identi cacdo detsmas dinamicos. Modelo,
arquiteturas, funcdes de ativacao de neurbnios, procdssagrendizagem e mecanismo
de ampliacéo de generalizagdo compde esta fundamentag@ddna identi cacao de
sistemas dinamicos, também apresenta a conceituacaatipaisre modelagem de siste-
mas com RNA, por meio de rede recorrente de entrada-saida.

Capitulo 3: Neuro-Controladores: Apresenta a conceituacdo de neuro-controlados e
suas arquiteturas. Inicialmente sdo mostradas infornsagdlere controle de sistemas
dindmicos bem como o0 uso de RNAs nestes sistemas. Em segeigsgto o0 neuro-
controlador por modelo inverso focando em sua arquitetof@tencao da RNA. Por m,

€ detalhado o neuro-controlador preditivo expondo suaitetqra, métodos de otimiza-
¢cdo e nalizando com um aprofundamento da aplicacdo do métedotimizacéo por
gradiente descendente em neuro-controlador preditivo.

Capitulo 4: Neuro-Controlador Proposto: Apresenta uma introducéo sobre o método
de otimizacgéao por eliminacéo de regido e se¢do aurea, segmicbnceituacao do neuro-
controlador proposto. Destaca-se também a arquiteturadm+tontrolador proposto
dotado de rede recorrente de entrada-saida, bem como sgaregdo com modelo de
referéncia.

Capitulo 5: Estudo de Casos, Resultados e Discussodgresenta a avaliacao de de-
sempenho do neuro-controlador proposto frente ao neurtsedador preditivo com oti-
mizador por gradiente descendente e controlador PID. Estss realizados em sistema
simulado nao-linear variante no tempo e processo realtgpfaloto de neutralizacdo de
pH) em cenarios de rastreabilidade e rejei¢do de disturbios.
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Capitulo 6: Conclusdes:Apresenta as conclusdes sobre a utilizacdo de neuro-tamhires
e sobre 0 neuro-controlador proposto, e também as suggstidesabalhos futuros.



1 Introducao




Capitulo 2

Redes Neurais Arti ciais

2.1 Introducéao

Este capitulo apresenta uma visdo geral sobre as Redess\&dra&iais (RNAS), obje-
tivando o fornecimento de subsidios para sua utilizacao@rrale de sistemas, expondo sua
conceituacao, bem como, particularidades inerentes dettizagéao.

A capacidade de aprendizado das RNAs e a possibilidade g¢agéda ao processo moti-
vam o seu uso em sistemas de controle. No entanto, € neocessdinecer os conceitos basicos
sobre RNAs, tais como: o algoritmo de treinamento e as égiest, para garantir uma boa gene-
ralizacdo pos-treinamento e aplicabilidade em identi&@ade sistema dinamicos ndo-lineares.
Estes e outros topicos serdo detalhados nas secdes segleistie capitulo.

2.2 Fundamentacao teorica

A aplicagao de redes neurais arti ciais tem sido cada vezsragploradas em diversos
segmentos, nos quais se destacam: classi cacao de padpdesimacao de funcdes e predicao
e controle de processos, isto devido a uma série de casdictas| tais como:

nao-linearidade;

mapeamento de entrada-saida;

adaptabilidade;
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generalizacao.

Como as redes neurais sdo modelos matematicos inspiradmsarionismo do cérebro
humano, elas apresentam um sistema de processamentdgpadiktribuido, sendo os neurd-
nios as unidades de processamento capazes de armazereigm@nio experimental tornando-
o disponivel para o uso (Haykin, 1999).

O conhecimento experimental é obtido por meio do treinameXesta etapa, os padrdes
sdo apresentados a RNA, de forma que a mesma busque obtercadadp de generalizacao,
ou seja, uma vez cessado o treinamento, a RNA devera pradspstas satisfatorias mesmo
guando apresentados padrbes que néo foram utilizadogewréreinamento.

Desta forma, o funcionamento de uma rede neural € semekaiEum cérebro humano,
nos seguintes aspectos:

0 conhecimento é adquirido pela RNA a partir de seu ambipoteneio de um processo
de aprendizagem;

forcas de conexdes entre neurbnios, conhecidas como pespsics, sdo utilizadas
para armazenar o conhecimento adquirido.

Através do processo de aprendizagem, 0s pesos sinaptisasedodnios sédo ajustados,
pesos estes que de nem o grau de abstracdo do conhecimestnmfe no ambiente (padrdes).
Uma vez que a RNA passou por esse processo de aprendizagémyuéeca RNA esté treinada
para operar nesse ambiente. Caso ocorram alteragbes nendéenloientro de certos limites, a
RNA pode ser re-treinada para continuar em operagao.

2.3 Modelo de um neurbnio

O neurdnio arti cial € uma aproximacao simpli cada, atrawte funcbes matematicas, de
um neurdnio bioldégico, sendo este a unidade fundamentataEegsamento de informacéo
de uma rede neural (Haykin, 1999). A Figura 2.1 mostra o nmodelum neurénio arti cial,
podendo ser identi cados trés elementos basicos, sendo:

1. sinapses- ou conexdes de entrada, caracterizadas por pesos ou foa@asgs. Sendo
assim, um sinak; na entrada da sinapgeonectada ao neuronbd € multiplicado pelo
peso sinapticavy; ;
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2. juncéo de soma responsavel pela combinacéo aditiva dos sinais de entealzando
a soma ponderada dos sinais de entrada;

3. funcao de ativacado- pode ser linear ou ndo-linear; no segundo caso geralmesttenge
a amplitude de saida do neurénio.

Entrada fixa Xo= 1

Funcdo de
4 X, —»@\ Ativacao
() On

(P() . Saida
YN

Entradas < Xy

Funcao
de Soma

Pesos
Sinépticos

Figura 2.1: Modelo de um neurdnio.

O modelo do neurénio da Figura 2.1 pode ser descrito mateanadinte pelas Equacdes

21e2.2
xXP

VN = WN;j Xj (2.1)
j=0

yn =" (W) (2.2)

sendoxo; X1; ::1; Xp 0S Sinais de entrad®y o; Wy 1; ::3; Wnp 0S pesos sinapticos do neuroio
VN O nivel de ativagéo interna ou potencial de ativacédo do meuhd, ' (:) a funcéo de ativacao
eyn € asaida do neurdni.

Veri ca-se também na Figura 2.1 a presencaxge= +1 , a qual é atribuido o nome de
Termo de Polarizacgacuja funcao, juntamente com o0 pesQo a ela associada, tem o efeito
de transladar a funcéo de ativacdo em torno da origem, fazsord que a ativacao interng
do neurdnio ndo seja nula quando todas as demais enigidas:::; X, forem nulas.
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2.4 Funcdes de ativagcao

A funcéo de ativacao( ) determina a saida do neurdnio em termos do seu nivel deéddivac
interna \, conhecido também como campo local induzido, senddado pelo somatorio das
entradas ponderadas por seus respectivos pesos. 1sso eldrénio a capacidade de operacdo

em faixa mais ampla, e em alguns casos até a ndo-linearidesdfin¢gdes de ativacdo mais
comuns sdo enumeradas abaixo:

1. Funcéo limiar - A saida do neur6nio é dada pela Equacéo 2.3 tendo sua nefacie
gra ca na Figura 2.2(a),

+1; parav O
1, parav< 0

t(v)= (2.3)

2. Funcéo linear - A saida do neurdnio é dada pela Equacao 2.4, tendo suaertaeso
gra ca na Figura 2.2(b),

(V)= v (2.4)
sendo um numero real que de ne a saida linear para os valores de

3. Funcao sigmoidal tangente hiperbdlica A saida do neurénio é dada pela Equacgéo 2.5,
tendo sua representacao gra ca na Figura 2.2(c),

. 1 e 2v
1 : 1 P 1 i
0.5 | 0.5 ;
= = v =
£ 0 | £ 0 ) £ 0
-0.5 P -05
|
-1 . Sl S e
-5 0 5 -5 0 5 -5 0 5
Y Y Vn
(a) (b) (c)

Figura 2.2: Funcdes de ativacéo: (a) funcéo limiar, (b) &iengnear, (c) funcdo sigmoidal tangente
hiperbdlica.

Observe que para exempli car as fun¢des de ativacao limsagraoidal tangente hiperbo-
lica foi considerada a faixa de variacdo entr&. Porém, em algumas situacoes se faz necessa-
rio o uso da faixa de variagéo entre 1.
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2.5 Arquiteturas e topologia das RNAs

A arquitetura e a topologia de nem como 0s neurdnios de uma Bétardo estruturados
e conectados uns aos outros, bem como determinando o uxe elais. Pode-se identi car,
segundo Haykin (1999), que a arquitetura das RNAs estaadarat

NUmero de camadas:

— Uma camadaHEXx. Perceptron, Adaline
— Multi-camadasEx. MLP);

NUmero de neurbnios em cada camada;
Conectividade:

— Completamente conectada;
— Parcialmente conectada;

— Localmente conectada.

A topologia de uma RNA esté relacionada com a forma de como de troca de dados
ocorre entre 0os neurdnios, também chamado de arranjo deda@meodendo apresentar as
seguintes formas:

Redes com Alimentacao para Frerfteddforwarg;

Redes Recorrentes ou Realimentadas.

Braga et al. (2000) comentam que as redes com Alimentac@oFpante Feedforwarg
possuem caracteristicas ideais para 0 mapeamento esgditip@nto as Redes Recorrentes ou
Realimentadas apresentam desempenho superior paraganoezgo temporal.

Segundo lyoda (2000), a camada de entrada nédo € consideradatagem do nimero de
camadas, pois esta tem apenas a funcao de distribuir caddashemtradas da rede a todos os
neurdnios da camada seguinte, sem as modi car. Portantamer de camadas de uma RNA
€ de nido somente pelas camadas que contém nés computaciga&igura 2.3 ilustra uma
redefeedforwardcom somente uma camada.

As RNAs que possuem mais de uma camada com nds computacamagentam uma
capacidade de processamento nao-linear elevada, issltd&vmaior nimero de sinapse entre
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Figura 2.3: RNAFeedforwardde uma Unica camada.

as camadas. A camada posicionada entre a camada de entradmada de saida recebe o
nome decamada escondiddNa Figura 2.4 é ilustrada uma RN@edforwardcom uma camada
escondida e totalmente conectada.

-ﬁ/ﬁ\‘ &
z\b/, R

Figura 2.4: RNAfeedforwardcom uma camada escondida e totalmente conectada.

As redes recorrentes, por apresentarem um laco de reatigdEntaumentam signi cativa-
mente a capacidade de aprendizagem e o desempenho da RNAgracessamento temporal
(Haykin, 1999), sendo uteis a identi cacéo e controle déegims dinamicos. Tais caracteris-
ticas serdo exploradas com mais detalhes na Secédo 2.8. PaRlduapresenta uma RNA
recorrente com operadores de atraso unitario.
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Figura 2.5: RNA recorrente com operadores de atraso umitari

2.6 Processo de apredizagem das RNAs

Conforme mencionado no inicio da sec¢édo, o processo de apaged de ne 0 armazena-
mento de conhecimento de uma RNA por meio da modi cagdo desgsinapticos, 0s quais
sdo modi cados iterativamente.

Para Haykin (1999) o processo de aprendizagem de uma RNAnéddecomo: Processo
pelo qual os parametros livres de uma rede neural sdo adaptadavés de estimulos do am-
biente no qual a mesma esté inserida. O tipo de aprendizagetedninado pela maneira na
gual a modi cacéo dos parametros ocorre, dado pelo proass@inamento, que consiste no
conjunto de regras bem de nidas que leva ao aprendizado da RN

Dentre o paradigma de aprendizagem, somente 0 método deleggagem supervisionada
sera abordado neste trabalho, visto que este € 0 métodmddilnos algoritmos de abstracéao
de conhecimento usados nos arranjos dos controladoressieypostos nos capitulos 3 e 4.

O meétodo de aprendizado supervisonado é caracterizad@eslanca de um supervisor
externo (professor), que apds a apresentacao dos padnifesiés e as saidas desejadas) avalia
a resposta da rede e ajusta 0s pesos sinapticos (Braga2608l), Na Figura 2.6 € apresentado
um diagrama de blocos da aprendizagem supervisionada.
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Figura 2.6: Aprendizagem supervisionada.

Os algoritmos para aprendizado supervisionado mais ddosdéo a regra delta (Widrow
e Hoff, 1960) e o algoritmo de retropropagacao do eeroof back-propagatioh(Rumelhart
et al., 1986), sendo este Ultimo uma generalizacdo da rejeajhra RNAs de multiplas cama-
das, o qual tera enfoque neste trabalho.

2.6.1 Algoritmo error back-propagation

O algoritmoerror back-propagatior{fRumelhart et al., 1986) € assim nomeado devido ao
mecanismo de retropropagacdo do erro apés a apresentagadiées, visando ajustar os
pesos da rede neural. Esse € um dos algoritmos mais utilimatteinamento de redes neurais
multi-camadas do tipo MLPMultilayer Perceptrof com uma ou mais camadas escondidas.

O treinamento de uma RNA através do algoritermr back-propagatiorocorre em dois
passos (Rumelhart et al., 1986):

Fase propagacéaoutilizada para de nir a saida da rede para um dado padraotdzdan
sendo que os pesos sdo mantidos xos, e o0 sentido do uxo étdadenpara saida;

Fase retropropagacéo:utiliza a saida desejada e a saida calculada pela rede rndefase
propagacao, para a realizacdo do ajuste dos pesos das esmxdede. Nesta fase o
uxo do sinal de erro € inverso ao da fase de propagacao.
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O célculo dos ajustes nos pesos pelo algoritmo de retrogag@ga do erro é dado pelas
seguintes relacdes:

1. Calculo da correcao dos pesos, proveniente da regra(détteow e Hoff, 1960):
wyj (K) = N (K) X (K); (2.6)

sendo:

wy; (k) Correcéo no peso do neurdrbna iteracad;
Taxa de aprendizagem,;
n (k)  Gradiente local do neurdnld na iteracad;
Xj (k) Sinal da entradf do neurdnid\ na iteragad.

2. Calculo do gradiente local:

Para um neurdnidl da camada de saida:

N (K) = e (k)" R (v (K) ; (2.7)

sendoey (k) o erro entre a saida do neur6bmioe a saida desejada na itera¢do
' % (vn (k)) a derivada da fungdo de ativacdo do neurdwi@m relacdo a saida
linear do neurdnioyy (K), na iteragéd.

Para um neurdnidl da camada intermediaria:

X
n(K) =R (k) p (k) wpn (K) S (2.8)

p

sendo’ { (vn (k)) a derivada da funggg de ativagdo do neurdwiem relagéo a
saida linear do neurdnio na iteragd@ (k) won (k) @ soma ponderada dos
gradientes locais da camada seguinte na iterkcao

As fungBes de ativagdo utilizadas em uma rede MLP devem fegedciaveis, isto devido ao
aparecimento do termd}, (vy (k)) nas Equagdes 2.7 e 2.8 do célculo do gradiente local.

O desenvolvimento completo do algoritrback-propagatiorde Rumelhart et al. (1986),
pode ser visto em detalhes em Haykin (1999) e em Braga e080)2
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2.6.2 Ataxade aprendizado

Por de nicéo, o algoritmdback-propagatiorfaz uso do método de otimizac&radiente
Descendentésteepest descemiara calculo espacial da trajetoria dos pesos. A taxa aémdpr
zado de ne otamanho do passo na busca da minimizagéo do erroab@ssa, quanto menor

, menor sera o ajuste dos peso&, consequentemente mais lento serd o processo de treina-
mento a cada iteragdo. Por outro lado, valores elevadospdelem instabilizar o algoritmo,
uma vez que este pode ultrapassar o ponto 6timo ocasionadongeasso muito grande.

A maneira mais comum de minimizacao do problema da instiaoié € o acréscimo de um
termo na regra de aprendizagem, chamadaaodi@entpcomo mostrado na Equacéo 2.9

wyj (K) = N (KX (K)+ owyy (ko 1); (2.9)

sendo chamada de constante de momento. Nesse caso, a Equacachararla de regra
delta generalizada com momento. Segundo Braga et al. (200&)mo de momento, além de
estabilizar o algoritmo, aumenta a velocidade de apregdimaem regides planas da superficie
de erro e pode também retirar a rede de minimos locais.

2.6.3 Modos de treinamento sequencial e por lote

Durante o treinamento de uma RNA, o processo no qual toddsm&ptos de um conjunto
de padrdes sao apresentados a uma rede, chaémsa Este processo se da por dois modos
distintos no algoritmdack-propagatiorfHaykin, 1999):

Modo sequiencia) que é também chamado de mamtdine no qual o ajuste de pesos é
realizado apés a apresentacao de cada padrdo a rede.

Modo por lote ou batelada que € também chamado de mdxiich no qual o ajuste de
pesos é realizado apods a apresentacao de todos os padrées a re

No modo sequencial um conjunto de dados para treinamentarc@adroes, ao nal de
uma época tera realizado ajustes nos pesos, € no modo batelada o mesmo conjunto tera
realizado apenabkajuste nos pesos, porém, este ajuste leva em conta 0s efidssadm todos
os padroes.
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2.6.4 Critérios de parada

Durante o processo de treinamento de uma RNA, em algum mordewe-se cessar o trei-
namento, mas identi car qual € momento correto de pararioaneento ndo esta formalizado
na literatura (Haykin, 1999). No entanto, nota-se que aguitérios de parada, mesmo que de
ordem pratica, sdo adotados e apresentam resultadoataios. Alguns dos critérios sao:

pelo valor da norma euclidiana do vetor gradientealgoritmo converge quando a norma
euclidiana do vetor gradiente atinge um limiar especi gado

pelo valor da taxa de variacdo do erro médio quadréaticoalgoritmo converge quando
a taxa de variagdo do erro médio quadratico por época foienutemente pequena;

pela capacidade de generalizacdo da redheste caso deve ser usado um conjunto de
padrbes, segregado do conjunto total de padrdes, paragadd

2.6.5 Métodos de segunda ordem

Treinar uma rede neural trata-se de um problema de otinozacga funcédo de custo a
ser minimizada € funcéo do erro, calculado pela diferenti@ ensaida desejada (padrdes) e a
resposta da saida da RNA. No entanto, Haykin (1999) no dels&mento do algoritmdack-
propagationaponta que o treinamento de redes neurais multi-camadesderum problema de
otimizag&o néo-linear. E, varios métodos de otimizacaelin@ares encontrados na literatura
podem ser aplicados ao problema de treinamento de redess)eistos a diante.

Conforme indicado na Secédo 2.6.1, o algoritbazk-propagatioré uma implementacao
baseada no método do gradiente descendente, cujo vetorategtens (pesos) é ajustado na
direcéo oposta ao do vetor gradiente do erro. O método daoegitad? classi cado como um
meétodo indireto de primeira ordem, ja que utiliza apenadanmacao do gradiente (primeira
derivada) da fungdo de custo para o ajuste dos pesos da redaétddos de primeira ordem
séo conhecidos por serem ine cientes no tratamento degads de larga escala, pois apresen-
tam taxas de convergéncia muito lentas, especialmentegdeseproximas a minimos locais
(Luenberger, 1984; Bazaraa et al., 1993).

Do ponto de vista da direcdo de busca, o método do gradiedtega interpretado como
sendo ortogonal a uma aproximacéo linear da funcdo de costbeterminado ponto (Edgar
e Himmelblau, 1988). Nos métodos indiretos de segunda qrdim do vetor gradiente da
funcdo objetivo, faz-se também o0 uso da maktizssiana(matriz de derivadas de segunda
ordem) da mesma. Na literatura referente a otimizacaoin&ear| uma classe de algoritmos de
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segunda ordem é apontada como apropriada para os problemaagalescala (Silva, 1998). No
entanto, alguns métodos de segunda ordem também apresseantagens, sendo a principal
delas o alto custo computacional associado ao calculo ezarmamento da matridessiana

O algoritmo proposto pocevemberg Marquardé um dos algoritmos de segunda ordem
mais rapidos para o treinamento de RNAs de tamanho modeladeq et al., 2005), sendo este
uma variacdo do método de Newton (Edgar e Himmelblau, 198&) aproxima localmente a
superficie de erro por uma fung¢édo quadratica. Nesse atgmriv calculo da matrifessiana
€ simpli cado, usando apenas a matdacobianaMatriz de derivadas de primeira ordem com
relacédo aos pesos e termos de polarizacdo da RNA).

2.7 Generalizacdo em RNAs

A generalizacdo é a capacidade de uma RNA, devidamentadeginesponder coerente-
mente a padrées desconhecidos. Uma boa capacidade deligap&ceé conseguida se alguns
fatores sdo levados em consideracdo, como por exemplo, eraloe padrbes utilizados no
processo de treinamento e a capacidade do modelo de se ajestas dados.

A arquitetura da rede neural e a complexidade fisica do eneblabordado também de-
terminam a qualidade da generalizacéo, frente a repréis@tade estatistica do conjunto de
padrdes selecionado para o treinamento (Teixeira, 20Q13ef@m, somente é possivel extrair
uma informacéao se ela estiver contida dentre os padrfesidaniento e se a RNA esta estru-
turalmente dimensionada para extrair essa informacéao.

No entanto, dimensionar o conjunto de padrbes e a arquatdurede, ndo é uma tarefa
simples, visto que ndo existem regras que de nem como se pleweder para garantir boa
generalizagdo. A capacidade de generalizacdo ndo € umaepliage inerente as RNAs, ou
seja, ela nao é facilmente obtida simplesmente submeteamdiea fase de treinamento , sendo
necessario uma veri cacéo da qualidade de generalizacdmeprocesso posterior ao treina-
mento chamado de validacéo (Teixeira, 2001).

O processo de validagéo tem por nalidade testar a genag@zda RNA com um conjunto
de padrdes ndo apresentado a rede durante o treinamendio. €@, um instrumento de grande
importancia para determinar se € necessario um novo tremang/ou redimensionamento da
rede.

De forma a exempli car a generalizacdo de uma rede, as Bdliig 2.8 e 2.9 apresentam
os gra cos da fungéo geradora, sendide que varida? , a funcao geradora contaminada por
um ruido de médi® (zero) e desvio padrab (um) chamada de padrdes de treinamento e, a
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resposta (saida) da RNA apos o treinamento.

Ao nal do treinamento uma RNA pode apresentar sua respostaés situagdes distintas,
a saber:

a Figura 2.7 representa que a complexidade do problema des#r ¢ado € maior que
a capacidade da RNA, ocorrendo um sub-ajuste aos dadosrdentento, sendo comu-
mente chamado dender tting.

guando a complexidade da RNA supera a complexidade do pmnablecorre o super-
ajuste owver tting, apresentando o comportamento conforme a Figura 2.8.

a Figura 2.9 ilustra a resposta de uma rede cuja complexstegiguipara ao do problema.

— — —F. Geradora
Padrdes treinamento
15 . Saida RNA h

.15 I I I I : I I

Figura 2.7: Problema do ajuste do modeldnder tting

Como pode ser visto, os fendbmenower tting e over tting afetam a capacidade de gene-
ralizacdo das RNAs, sendo quamder tting pode também ser causado por um nimero pequeno
de épocas de treinamento, assim conayver tting pode ser causado por um namero elevado
de épocas de treinamento.

Visando um aumento da capacidade de generalizacdo das RiNAad estratégias sao
apresentadas na literatura, destacando-se o algoritifBartieStoppingWeigend et al., 990b),
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— — —F. Geradora
Padrdes treinamento
15 . Saida RNA h

.15 I I I I : I I

Figura 2.8: Problema do ajuste do modef@ver tting

o de Regularizagdo da Complexidade (Chauvin, 1989; Han$tnate 1989; Weigend et al.,
990a), o dePruning (LeCun et al., 1990; Hassibi et al., 1993). Nas secdes sEgudeste
capitulo serdo apresentados algumas destas.

2.7.1 Parada antecipada do treinamento

A parada antecipada do treinamenkafly Stopping € uma técnica de treinamento na
gual a cada época se faz uma teste de validacao para checwralgacao da rede. Proposto
por Weigend et al. (990b), Barly Stoppingfaz o uso de dois conjuntos de padrdes, um para
treinamento e outro para validacdo. Ambos possuem a megreseatatividade estatistica,
ou seja, 0s conjuntos séao formados por valores cuja angliagstica seja semelhante (média,
variancia, desvio padrao, etc.).

A cada época do treinamento € avaliado se 0 comportamentoadesvalidacdo é mono-
tonicamente decrescente, e, caso ndo seja, o0 treinamenteraglo. Sendo esta a origem do
nome datécnica, garantindo assim que os pesos da rede gaegtanlas corretamente (Weigend
et al., 990b). A Figura 2.10 mostra o comportamento dos eedseinamento e de validacao
no treinamento com dados ruidosos.



2.7 Generalizagdo em RNAs 23

— — —F. Geradora
Padrdes treinamento
15 . Saida RNA h

.15 I I I I : I I

Figura 2.9: Problema do ajuste do modelo - Ajuste Adequado

Através desta técnica, durante o processo de treinameptissével identi car quando a
RNA comeca apresentar caracteristicas de adaptacao adspdd treinamento (memorizacao
dos dados de treinamento) e grande erro de validacdo. Tagilméima o tempo de treinamento
onde a rede diminui o erro perante aos padrdes de treinameagoentra em uma fase de
degradacdo da generalizacdo com o passar das épocas denémio (Haykin, 1999). No
entanto, em situacdes onde o conjunto de padrdes é limpadoéno), a técnica pode culminar
em um resultado ndo satisfatorio.

2.7.2 Regularizacdo da Complexidade

O algoritmo de regularizacdo tem por nalidade regular a plaxidade do modelo, adicio-
nando a funcéo de custo do erro a ser minimizado uma funcaeragigade (Chauvin, 1989;
Hanson e Pratt, 1989; Weigend et al., 990a). No objetivaahao treinamento das RNAs, a
funcéo de custo € dada por:

J = "s(W) (2.10)

De forma a aumentar a capacidade de generalizacdo por estedong funcéo de custb
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Figura 2.10: Comportamento dos erros de treinamento eagal@no treinamento com dados ruidosos.

€ modi cada adicionando-se um termo de punicao ou penaidadforme a Equacao (2.11).

J="s(W)+ " (W) (2.11)
gue em situacao genérica o termo de punigéid/) e a integral da suavizacéo da K-ésima ordem
dado por:

14 @ ?
"(W) = > @F (x;W)  (x)dx (2.12)

sendoF (x;W) é o mapeamento de entrada-saida realizado pelo mode(®) € a funcéo de
ponderacdo que determina a regiao do espaco de entradaasgaé- (x;W) deve ser suave
(Haykin, 1999).

Desta forma, o objetivo é tornar pequena a K-ésima derivada(g;W) em relacdo ao
vetor de entradx. Assim, quanto maior for o valor escolhido para K, menos dergse
tornara a funcaé (x;W) aumentando a capacidade de generalizacdo da RNA.

Chauvin (1989); Hanson e Pratt (1989); Weigend et al. (9@0zxftam que o termo de
penalidade pode criar minimos locais adicionais e um auwmentempo de treinamento, sendo
requerido um balanco o entre o termo de erro e o termo de dadali

2.7.3 Algoritmo depruning

Os algoritmos degoruning tém por nalidade alterar a estrutura e/ou topologia da RNA
durante o processo de treinamento através da eliminac&sud@nios e/ou conexdes.
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Geralmente, um algoritmo deuningusa um termo de penalidade associado a funcao de
custo para identi car qual neurénio ou conexéao esta sendogestimulado. O algoritmo de
treinamento com decaimento dos pesaesight decay(Hinton, 1989), além de reduzir a com-
plexidade do modelo por meio do decaimento dos pesos (pa@Etieres), auxilia também na
identi cacéo dos elementos que menos afetam a fungéo demziagéo do erro.

Os algoritmo®Optimal brain damagé_eCun et al., 1990) &ptimal brain surgeoiiHassibi
et al., 1993) sdo os algoritmos dauningmais difundidos na literatura.

No algoritmo depruning Optimal brain surgeofOBS), inicialmente treina-se uma rede
superdimensionada para o problema em questdo. Apds onreima da RNA é realizado o
calculo de saliéncigso qual indica a in uéncia de cada peso na funcao de custo. d3eep
desta informacéo, os pesos que apresentarem menoresisali€io eliminados, modi cando-
se a estrutura da RNA, o que ocasiona a necessidade de unreioaotento.

No célculo da saliéncia é utilizado uma aproximacéo, pelie sie Taylor, da funcéo de
custo, pela qual pode-se predizer o efeito de uma pertwhagdetor de pesos. Ou seja, sendo
a funcéo de custd(w) pode-se predizer o efeito causado por uma perturbagéno vetor de
parametrosv (pesos), descrita na Equacgao 2.13:

1 L
"Wt w)=TwW) g W) w5 wiH (W) w0 i wjj (2.13)
sendog (w) o vetor gradiente avaliado eme H (w) a matrizHessianaambém avaliada em
w. Por meio desta equacédo, o objetivo do método é identi cacanjunto de pesos que ao
serem eliminados promova um incremento minimo na fulg¢&g .

Nota-se que o célculo da matkessianacausa um elevado custo computacional. Visando
reduzir esse custo, foi elaborado o algorit@ptimal brain damagéOBD), o qual faz uma
aproximacao da matridessianaconsiderando-a como uma matriz diagonal. Segundo Haykin
(1999) pode-se considerar que o algoritmo OBD é um um casieylar do algoritmo OBS.

Mais detalhes sobre a implementacéo dos algoritmos OBD e P&fm ser vistos em
LeCun et al. (1990), Hassibi et al. (1993) e Haykin (1999).

2.8 ldenti cacdo de sistema dindmico com RNA

No processo de identi cacdo de um sistema é necessariorde gimensionar a represen-
tacdo matemética que melhor se aplica a este. Devido a ess®,n@oSecao 2.8.1 faz uma
breve introducdo a identi cacdo de sistemas, destacandipoes de modelos e processo de
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identi cacdo (modelagem).

A Secao 2.8.2 apresenta o0 uso de Redes Neurais RecorrentgrddaESaida em identi-
cacdo de sistemas dinamicos, servindo de base para a gdicde técnicas de controle no
Capitulo 3.

2.8.1 Identi cacdo de sistemas

A identi cacdo de um processo é um método que determina pdmisas relacdes entre
entrada e saida, obtidos a partir de sinais do processo e/oandhecimento da fisica envol-
vida no sistema (Pozas, 2005), pertencente a arddodelagem matematicaAguirre (2004)

de ne Modelagem matemética como sendo a area do conhe@mastestuda as maneiras de
desenvolver e implementar modelos (matematicos) de sastesais.

Um modelo de processo resume-se entdo, em uma funcéo qimegielacdes de causa
e efeito entre entradas e saidas de um sistema (Ansari e Z@@B, podendo-se agrupar os
modelos disponiveis basicamente em trés grandes catggoria

Modelo empirico, também conhecido como modelo caixa-preta
Modelo fenomenoldgico, também conhecido como modelo daaxeca;

Modelo caixa-cinza (semi-fisico ou empirico com uso dermiacao auxiliar).

Dentre estas categorias, os modelos séo classi cados;apasinte, quanto as seguintes
propriedades:

Dinamica do processo (Estéaticos ou Dinamicos);
Tipo de sinal (Discretos ou Continuos)

Linearidade do processo (Linear ou N&o-Linear);
Variancia no tempo (Variante ou Invariante no tempo);

Quantidade de entradas e saidas (Monovariaveis ou Mudtieas).
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2.8.2 Redes Neurais Recorrentes de Entrada-Saida

As redes neurais sdo capazes de representar modelos ed@i@eéircomplexos (Haykin,
1999), e a arquitetura chamada de redes neurais recorremetihda-saida sdo amplamente
usadas para modelagem de sistema dinamicos (Schnitmartes Fb®99), devido a incorpora-
¢cdo do comportamento temporal presente entre entradadaes skai propria RNA.

A rede neural recorrente de entrada-saida usa os valoreasdossde sua propria saida e
entrada realimentando os neurdnios para responder diaaraite aos estimulos aplicados na
entrada.

De forma a exempli car a aplicacao deste conceito, consider modelo ndo-linear de um
sistema que seja expresso pela Equacéo 2.14.

Nota-se que este € um sistema dindmico, caracterizado planga do uso de valores
passados tanto da entrada quanto da saida, ou seja, peataéegia temporal. Haykin (1999)
expde que na modelagem de qualquer sistema dinamico porded®NAs usa-se estruturas
chamadas de Modelos Neurodindmicos, pois estes sado caspastelementos em que a de-
pendéncia temporal esta presente.

Pertencente a modelos neurodinamicos, as redes neui@iserées de entrada-saida com-
partilham das seguintes caracteristicas (Haykin, 1999):

Incorporam um perceptron de multiplas camadas estaticaxte gele;
Exploram a capacidade de mapeamento ndo-linear do perefgmultiplas camadas;

Camada de entrada do perceptron de multiplas camadas canmoosnemoria de linha
de atraso derivada com tamanho parametrizavel, tanto pamaada do modelo quanto
para a saida do mesmo.

Sendou(k) o valor presente da entrada do modelo e o valor correspandensaida do
modelo representado pg(k + 1) mostra que a saida esta adiantada em relagcéo a entrada por
uma unidade de tempo. Assim, o0 sistema expresso pela EqRdgBpode ser modelado por
uma RNA recorrente de entrada-saida como exposto na Fidiira 2



28 2 Redes Neurais Arti ciais

RNA [ L2FD

Figura 2.11: Representacdo de uma rede neural recorreptdrdea-saida.

Na RNA exposta na Figura 2.11, o sinal aplicado a sua camaelatcela esta associado a:

valores presente e passado da entrada do modelo (entraég@snas ordinarias de fora da
rede), e

valores passados de sua propria saida, sobre os quais @& feigmessao da saida do
modeloy(k + 1),

tendo o operador de atraso representanda pgrsendan e m a dimensdo da memdria de linha
de atraso derivada payee u, respectivamente.

Haykin (1999) relata que a dimensao da memoaria de linha deatferivada, tanto paya
como parau, esta relacionada a ordem do sistema a ser modelado. Enspoode identi ca-
céo de sistema, devido ao ndo conhecimento a priori da caidatie do sistema em questéo,
Aguirre (2004) salienta sobre a di culdade de determinat@parametros da RNA (estrutura,
numero de neurénios e funcdo de ativacédo). No entanto, conguelquer outra representacao
matematica, uma vez dimensionada de forma inadequada,raanpesiera apresentar diversos
problemas dinamicos.
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2.9 Comentarios Finais

Este capitulo teve como principal objetivo destacar a desobre redes neurais arti ciais
(RNA), desde a sua fundamentacéo teorica até sua aplicacéwedelagem de sistemas dina-
Micos.

Na Secao 2.2 foi exposta uma introducéo sobre as RNAS, destasuas caracteristicas,
abstracdo de conhecimento, vantagens comparadas comas oejresentacdes matematicas,
entre outros. O modelo matematico de um neur6nio, seus etembasicos e suas diversas
funcdes de ativacdo estao contidos nas Secdes 2.3 e 2.4.

Com o objetivo de ampliar a capacidade de aprendizado,svadgordonios podem ser co-
nectados entre si, formando assim uma rede neural. A forma o8 neurdnios estao dispostos
e conectados uns aos outros pode ser vista na Sec¢éo 2.5.

O processo como se dé o aprendizado e o algoritmo de treitarfoéexposto na Secao
2.6. Visando que a RNA responda satisfatoriamente a padg@®sonhecidos, a Se¢ao 2.7
exp0Oe os diversos mecanismos usados na ampliacdo da gaggraldas RNASs.

Por m, a Sec¢éo 2.8 apresenta uma breve conceituagéo sebeenas dindmicos e como
identi ca-los por meio da utilizacao de redes neurais remtes de entrada-saida.
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Capitulo 3

Neuro-Controladores

3.1 Introducao

Este capitulo apresenta os métodos mais comuns de utdid@cBNAs para realizar con-
trole de sistemas, enfatizando sua disposi¢édo dentro dawratde controle. Segundo Schnit-
man e Fontes (1999) um Neuro-Controlador é caracterizaldouge de uma RNA localizado
no sistema de controle, sendo o proprio controlador ou umefoatb processo usado para in-
ferir uma acao de controle. Dentro dessa abordagem, é &if®0ado 3.2 uma exposicao sobre
0s conceitos e fundamentos usados em controle de sisten@sidos, objetivando um emba-
samento para utilizacdo de RNA no controle desses. Nas $8¢®e 3.4 sdo explorados os
controles baseados em RNAs, abordando com mais profuredidddca o Neuro-Controlador
Preditivo, sendo este a base para o desenvolvimento datamdr proposto no Capitulo 4.

3.2 Controle de sistema dinamico

Segundo Rivals e Personnaz (1996), um sistema de contnosgst® em um processo a
ser controlado e um dispositivo de controle, o qual impde omportamento desejado para
0 processo. Caso 0 processo apresente comportamentanedn-b grau de di culdade em
controla-lo aumenta, necessitando de controladores querdmam em sua arquitetura meca-
nismo para lidar com a néo-linearidade.
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3.2.1 Escolha do controlador

A escolha do tipo de controlador a ser aplicado em um proaisémico € proveniente da
de nicdo dos seguintes critérios, considerados os maisitaptes:

Estabilidade;

Tempo de acomodacao menor possivel,
Minimo sobre-sinalQvershooy;

Pequeno erro em regime estacionario;

Baixa amplitude/energia de controle.

Estabelecido os critérios acima, a estrutura de controéx ascolhida pertencera basica-
mente a um dos dois grupos de sistemas de controle:

Sistema de controle por simples realimentag@ndo o dispositivo de controle caracteri-
zado somente pelo uso do controlador; e

Sistema de controle por Modelo Interno - IRaracterizado pelo dispositivo de controle
ser constituido por um controlador e um modelo do processo.

As representacdes desses grupos podem ser vistas naskduea3.2, respectivamente. Nes-
sas guras pode-se identi car o sinal de referéncia presenca de disturbios na saida, caracte-
rizado por uma eventualidade inerente ao processo, e agkafitacessy,.

Figura 3.1: Representacéo de um sistema de controle polesimgalimentacdo. Fonte: Rivals e Person-
naz (2000).

No sistema de controle por simples realimentacdo apretemnia Figura 3.1, a saida do
processoy, realimenta diretamente o controlador. Ja em um sistema rteot® por modelo
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Figura 3.2: Representacdo de um sistema de controle porloniotierno. Fonte: Rivals e Personnaz
(2000).

interno, Figura 3.2, é utilizado um modelo explicito do mss0 a ser controlado, sendo que a
realimentacao para o controlador € funcdo desse modelo.

3.2.2 RNA na Arquitetura de Controle

Caso o sistema de controle faca uso de redes neurais adj cigja ele por simples re-
alimentacdo ou modelo interno, a RNA pode assumir funcgescésas dependendo de sua
disposicéo na arquitetura do controlador. Agarwal (19949st ca os controladores baseado
em RNA, segundo sua arquitetura, em:

Arquitetura Direta : Cuja RNA € o proprio controlador.

Arquitetura Indireta : O controlador ndo € RNA, mas a utiliza como modelo do pracess
para determinar a proxima acéo de controle.

Nota-se que em um sistema de controle baseado em RNA, usardaitetura direta, o
controlador € do tipo simples realimentacéo, mas se é usadmgetura indireta, entdo tem-se
um sistema de controle por modelo interno. Assim, se em uansésde controle € feito o uso de
RNA em sua arquitetura, este € comumente chamadiedeo-Controlador ou Controlador
Neural.

A disposicdo da RNA em um neuro-controlador determina segpootamento, e a cada
arranjo, um novo nome, sendo os mais conhecidos o Neuradlaahdr por Modelo Inverso e
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Neuro-Controlador Preditivo, possibilitando ainda o usartecanismo de adaptagdio-linee
modelo de referéncia.

Tendo em vista essa gama de aplicacdo de RNA em controletdmass o presente tra-
balho se atem somente ao controle monovariavel, dando msafioque aos controladores que
usam a RNA como Modelo Interno. No entanto, se faz necesaaawacterizacao do contro-
lador por simples realimentacéo usando RNA de forma a pbtasilnm paralelo entre os dois
grupos de neuro-controladores.

3.3 Neuro-Controlador por Modelo Inverso

O Neuro-Controlador por Modelo Inverso pertence a class&lelgo-Controlador por
simples realimentacao, constituido, basicamente, por odeta inverso (RNA) em série com
0 processo, sendo um sistema de controle arquitetado da firata (Miller et al., 1990).

Tal caracteristica motivou a pesquisa e aplicacdo destalémeuro-controlador em sis-
tema de fornos de aquecimento (Dias e Mota, 2000), em cerdimovimentacdo de robbs
(Patifio et al., 2002) e em processo de decapagem em usinargida (Daosud et al., 2005).
3.3.1 Arquitetura do Neuro-Controlador por Modelo Inverso

Conforme mencionado, o neuro-controlador por modelo soveonstitui-se de uma RNA

(treinada para ser o modelo inverso do processo) em séri® @uaprio processo a ser contro-
lado. A Figura 3.3 representa essa arquitetura de controle.

Figura 3.3: Representacdo um neuro-controlador por macleoso.

Na Figura 3.3, a entrada do neuro-controlador (RNA - modwlerso) € composto pelo si-
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nal de referéncia(k) associado aos valores passados das proprias acdes décaoptestados
do processg, sendo o operador de atraso representanda por

Miller et al. (1990), Rivals e Personnaz (1996) comentamsgua RNA deste controlador
€ obtida pelo método de treinamento de modelo inverso edzacio (ver Sub-secédo 3.3.2), o
neuro-controlador apresenta as seguintes caractesistica

Se 0 processo e o0 controlador sdo estaveis, se 0 modelodlinata boa aproximacgéo do
processo, se o controlador é o inverso do modelo direto, @séa disturbios, entdo o
controle perfeito é alcangado;

Se 0 ganho do controlador em regime estacionario € igualrduogio inverso do modelo
direto em regime estacionario, e se o sistema de controlégeésom este controlador,
entdo o erro nulo de posi¢ao do controlador é obtido paraab dereferéncia constante
com ou sem disturbios na saida.

3.3.2 Obtencgéo do modelo inverso

O modelo inverso € obtido, em linhas gerais, pelo treinamgatkRNA tomando a saida do
do processo como entrada da RNA e entrada do processo catacdsalRNA, ou seja, a rede
neural apresentara um comportamento inverso ao do proapdsm treinamento. A Figura 3.4
representa esta forma de treinamento.

u(k) y(k+1)
PROCESSO >

®

A i (k)
(Modelo verso)

Figura 3.4: Representacao de treinamento inverso de uma RNA
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No entanto, apesar de simples, esta abordagem tem alguswantigens (Psaltis et al.,
1988):

O objetivo do procedimento de aprendizagem néo é direto.c@omodelo ndo é treinado

na mesma situagdo em que serd utilizado apés o treinamezgtrugura de treinamento
€ dita ndo ser direcionada ao objetivo;

A variavel de saida do processo, especi cada para o treinemala RNA, sera substituida
pelo sinal de referéncia quando a RNA for colocada em situde&ontrole, o que nao
garante que sua saida serd acdo de controle adequada.

De forma a evitar esses problemas, Psaltis et al. (1988%amtae outro método de treina-
mento para obter o modelo inverso, conhecido como treinemtEnmodelo inverso especiali-
zado, sendo esse apresentado na Figura 3.5.

Vol

r(k+1) u(k) y(k+1)
RN >  PROCESSO

\/

(ModeJg Inverso)

e(k+1)

Figura 3.5: Representacéo de treinamento de modelo ingspexializado de uma RNA.

Nota-se que o modelo inverso esta conectado em série contesgm Assim, o sinal de
erro usado no treinamento da RNA é formado pela relacéo ersireal de referéncia e a saida
do processo. Em situacdes praticas, um modelo direto degso¢RNA ou outra representacao
matematica) deve ser obtido a priori e usa-lo no treinanag®NA que sera o modelo inverso

do processo. Isto se faz necessario para conhecer a dindonicacesso e facilitar os testes do
sistema de controle.

Para um maior aprofundamento sobre o neuro-controladanpdelo inverso e a forma de
treinamento da RNA, recomenda-se a leitura dos trabalh®salés et al. (1988), Miller et al.
(1990), Hunt et al. (1992) e Rivals e Personnaz (1996).
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3.4 Neuro-controladores Preditivos

Os neuro-controladores preditivos pertencem a classe dasdladores Preditivos basea-
dos em ModelosNlodel Predictive Controt MPC), cujo modelo interno é uma RNA. Desta
forma, todo conceito de MPC pode ser aplicado aos neuraetadores.

Visando um melhor entendimento sobre MPC, a primeira p&séadsecdo mostra os seus
conceitos basicos, facilitando a exploracéo dos neurtr@adores preditivos em seguida.

3.4.1 Controladores Preditivos Baseados em Modelos

Controladores Preditivos baseados em Modelos referemesraaclasse de algoritmos
computacionais para controle que utilizam um modelo eitplio processo para predizer a
resposta futura da planta. Sendo assim, a cada iteracdo @MRiZa o comportamento futuro
da planta através da sequencia de acdes de controle (Qirgav8l2003).

O MPC pertence ao grupo de controladores baseados em Madietod (nternal Model
- IM) o qual é oriundo da consequéncia da seguinte suposicaagRiVersonnaz, 1996): Se o
processo e o controlador sdo estaveis, e se 0 IM é perfetém ersistema € estavel.

Sendo assim, o controle adequado é alcangado por um mecethesstimizacdo que avalia
a diferenca entre a saida do IM e a saida real da planta, ouMgaawa avaliar seu estado futuro
imposta por uma acéo de controle no presente.

Os procedimentos para o desenvolvimento e aplicacdo neggoce um MPC geralmente
seguem 0s seguintes passos:
1. De nir os objetivos iniciais de controle;

2. De nir o tamanho do problema e determinar as variaveiréelas e saidas do processo)
relevantes;

3. Excita-se sistematicamente o processo coletando @vearide nidas previamente;

4. Extrair um modelo dinamico da base de dados coletada,efuesente bem o processo
gue se queira controlar, sendo este realizado por meio da @&ao, validacao e testes;

5. Parametrizar o MPC e testar o controlador usando umaagéolem malha fechada para
veri car seu desempenho;
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6. Carregar o MPC no dispositivo de controle de nitivo, test predicdo do modelo e re nar
a sintonia do controlador, quando necessario.

Segundo Qin e Badgwell (2003), é notavel o crescimento dasaladores do tipo MPC,
visto que seu uso tem sido aplicado em plataformas comieedals por grandes empresas
do seguimento (Ex.Honeywell Hi-SpecAspen Tech os quais possuem ferramentas tanto de
simulagdo quanto de sintonia em malha fechada.

Quando se fala em controlador preditivo é necessério éstiguanto tempo a frente se
quer predizer, sendo este conhecido como horizonte degaredem sistemas discreto, o ho-
rizonte de predi¢cdo é determinado pelo nimero de passosal@quultiplo do periodo de
amostragem (ou tempo de discretiza¢ao) do sistema.

3.4.2 Arquitetura do Neuro-Controlador Preditivo

O neuro-controlador preditivo usa um modelo do processo gad uma RNA e um al-
goritmo de otimizagc&do. O algoritmo de otimizacédo usa a r&spda RNA, que representa o
processo, e infere uma acdo de controle no presente visaied® spidg(k + 1) seja igual a
referéncia (k +1). Na Figura 3.6 é apresentada a arquitetura classica de uaocentrolador
preditivo.

k
k4D OTIMIZADOR u(k) procEsso |2

Y
Y

RNA | kFD)

_>-_> (Modelo do
processo)

\/

Figura 3.6: Arquitetura classica de um neuro-controladedigivo.
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Na Figura 3.6 € possivel notar a presenca do operador de atfapara denotar a memoria
de linha de atraso derivada de orderam da RNA, tanto para a entrada quanto para a saida do
processo. Nota-se que esta RNA é semelhante a uma rede re@aoraénte de entrada-saida,
porém, usando os valores da saida do préprio processo. Elaihes sobre este tipo de RNA
podem ser vistos na Sec¢éo 2.8.2.

3.4.3 RNA do Neuro-Controlador Preditivo

A RNA para um neuro-controlador preditivo é dimensionadact&do com a complexi-
dade do processo que se queira controlar, podendo variauantidade de camadas da rede,
em numero de neurdnio por camada e em tipo de funcao de atiydgéer et al., 1990).

Cybenko (1989) e Funahashi (1989) a rmam que uma RNA comagpeama camada es-
condida é capaz de representar qualquer funcéo contimiado somente ao nimero de neu-
ronios da camada escondida. Tan e Cauwenberghe (1996) stamrenacao na proposta de
neuro-controlador preditivo de um passo a frente para alamtsistemas com atraso de trans-
porte.

Tendo em vista estas caracteristicas, a arquitetura da RIN@&@a neste trabalho é com-
posta por somente uma camada escondida, com funcéo déiatida¢ipo sigmoidal tangente
hiperbdlica para neurbnios da camada escondida e funcatvded® do tipo linear para o
neurdnio da camada de saida. Assim, esta RNA pode ser refar@aeonforme a Figura 3.7.

y(k) —

9(k + 1)
u(k)—

Figura 3.7: Arquitetura da RNA para neuro-controlador gl

Analisando a RNA apresentada na Figura 3.7, pode-se isd@mtds seguintes elementos:
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u(k) acao de controle aplicada no processo no instante

y(k) resposta do processo no instakte

Pk +1) resposta estimada pela RNA a uma acgéo de controle aplicadatantek;

z1 operador de atraso;

n namero de atrasos ey

m numero de atrasos em

Vi1;Vo;iivw - campo local induzido do neurdnig2;:::;; N da camada escondida;

N namero de neurdnios da camada escondida;

' funcao de ativacédo dos neurdnios da camada escondida;

W, matriz de pesos dos neurénios da camada escondida com dmibhs + m);

W vetor de pesos dos neurbnios da camada de saida com dinf&iéao

b vetor dos termos de polarizagéo dos neurdnios da camadadesao
com dimensa¢N;1);

by termo de polarizacdo do neurénio da camada de saida;

Com base nestas informacdes, a representacao mateméata&RNA € dada pela equacéo
(3.1) e (3.2).

X
Pk+1)= b+ wo(Li)! (Vi) (3.1)

i=1

sendo

X xn
vi=h(i;1)+ W) ytk j+1)+  Wa(iin+j)uk j+1) (3.2)
j=1 j=1

3.4.4 Algoritmo de otimizagao do Neuro-Controlador Preditvo

Antes de aprofundar no algoritmo de otimizacdo do neuradrotador preditivo, alguns
conceitos sobre otimizagdo de processo devem estar clBesta forma, € feito uma breve
abordagem sobre otimizac&o de processos e 0 método dorgeadescendente. Em seguida,
esse método de otimizacédo € aplicado em um neuro-contrgiagiditivo.

Formulacéo do Problema de Otimizacéo

Para a formulacdo do problema é necessario um modelo matergéae correlacione as
variaveis do processo. Deve-se entédo, determinar umassgwenatematica entre as variaveis
do processo que quanti que a adequacao das solucdes psssive
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A formulacao do problema de otimizacéo envolve:

Pelo menos uma funcéo objetivo (quanti cacdo matematicad#auacédo de uma solu-
¢ao);

Restricfes de igualdade;
Restricfes de desigualdade.
A funcéo objetivo, também conhecida como fungéo de custéyrgdio que se deseja mini-

mizar ou maximizar. Neste trabalho a notacéo adotada paadwimao objetivo é representada
porJ(u), sendau o vetor das variaveis que compde o problema a ser minimizado.

Edgar e Himmelblau (1988) sugerem que 0s passos para atipt@sessos devem seguir
basicamente a seguinte ordem:

1. Analisar o processo, fazendo uma lista de todas as variéearacteristicas de interesse;

2. Determinar o critério de otimizag&o e construir a fungdjetivo como fungéo das varia-
veis previamente levantadas. Neste passo, 0s coe ciengesampdem a fungédo devem
ser arbitrados;

3. Desenvolver o modelo do processo e incluir os coe ciedgefingao objetivo;

4. Determinar todas as relagdes de igualdade e desiguajdadem geral sdo provenientes
de principios fisicos (balancos de massa, energia, qaaetide movimento), relacées
empiricas, conceitos implicitos e restricdes externas;

5. Caso a dimenséo e/ou complexidade do problema seja nmaidey

Divida-o em partes que possam ser resolvidas;

Simpli que o modelo ou a fungéo objetivo;
6. Aplicar a técnica de otimizacao;

7. Checar a resposta e a sensibilidade do resultado com eseobes da funcéo objetivo
ou com as suposicdes adotadas.

Uma vez que se tenha estabelecido a funcdo de custo e a dortnpéioblema, este se
enquadrard em um problema de Otimiza¢do Unidimensionah@ma fungéo de custo contém
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apenas uma unica variavel) ou Otimizacao Multidimensi¢ando a funcéo de custo contém
mais de uma variavel) cuja solucao € dada pelo emprego dalmé&otimizacéo, sendo este
dividido em:

Métodos diretos utilizam apenas o computo da funcéo objetivo (O valor dadioné
comparado em diversos pontos de avaliagdo na busca petonentir

Métodos indiretos utiliza-se a condi¢cdo necessaria de um extremo (A expressai-
tica da derivada é utilizada para o cOmputo da mesma, send#ta usado o computo
da funcé&o objetivo).

Existem varios métodos de otimizacéo, sendo eles diretaadietos para solucéo de
problemas unidimensionais ou multidimensionais. Desta&) os métodos de otimizacdo mais
comuns podem ser classi cados da seguinte forma (Rekéditis, 1983; Edgar e Himmelblau,
1988):

Otimizag&o Unidimensional Sem Restrigbes

— Métodos Indiretos
1. Método de Newton
2. Método de Quasi-Newton
3. Método da Secante
— Métodos Diretos
1. Método de Eliminacdo de Regido
2. Métodos por Aproximacéao Polinomial - Interpolacdo Qatida
3. Métodos por Aproximacédo Polinomial - Interpolacéo Cabic

Otimizag&o Multidimensional Sem Restricdes

— Métodos Indiretos

1. Método do Gradiente ou Método do Gradiente Descendente
Método do Gradiente Conjugado

Método de Newton

Método de Levenberg-Marquardt

Método da Secante ou Quasi-Newton

o koD



3.4 Neuro-controladores Preditivos 43

— Métodos Diretos

1. Busca Aleatéria

2. Grade de Busca

3. Busca Unidimensional

4. Método Simplex ou do Poliedro Flexivel

Uma vez que o objetivo deste capitulo € explorar o neuroralator preditivo, somente
o método do gradiente descendente sera detalhado nestapeisdeste € comumente empre-
gado em controlador preditivo. No entanto, para entendiongobre a forma e implementa-
cao de cada um desses métodos, recomenda-se a leitura dé@ifReklal. (1983), Luenberger
(1984), Edgar e Himmelblau (1988) e Bazaraa et al. (1993).

Método do Gradiente Descendente

O método de gradiente descendente € um algoritmo de otitizesado para encontrar um
minimo local de uma func&o usando o gradiente da funcaoiwihjet

cdoJ(u) com o respectivo vetor de variavaisé denotado por J(u), sendor o operador
diferenciacéo. Por de nicéo, entéo, o gradiente é a deaiyaacial da funcad(u) em relacao
ao seu vetor de variaveis escrito conforme a equacao (3.3).

@J@J .. .. @J
@u @y ' @H (3:3)

rJ(u)=

Nota-se também, que por de ni¢ép,J(u) € ortogonal ao contorno do ponto dado por
J(u) (Edgar e Himmelblau, 1988). Desta forma, 0 método de otigdiagor gradiente descen-
dente usa esta ortogonalidade como direcao de busca, camgmsido por:

uk+1) = uk)+ u(k)
u(k) +  (k)s(k)
u(k)  (K)r f (u(k)) (3.4)

sendo:
u(k) o vetor deu(k) parau(k + 1)
s(k) a direcéo de busca (a dire¢éo do gradiente descendente)
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(k) um escalar que determina o tamanho do passo na disgcho

Figura 3.8: Representacao gra ca do gradiente da fud¢ag.

Nota-se que ocorre a inversao do sinal na terceira linha da¢ag (3.4), isto é devido ao
problema de otimizacao ter objetivo de minimizagao da famtgicusto. Portanto, a representa-
céo gra ca gradiente da func@du) pode ser visto na Figura 3.8, sendo que o sentido do vetor
de minimizacao € ortogonal as isolinhas e para o centro.

SeJ(u) for a funcéo objetivo do problema de otimizacao, pode-s&oetizer que o método
de gradiente descendente usa somente o calculo da priregiradh da funcéo objetivo e a cada
iteracdok essa funcdo € minimizada com tamanho do passo de nido @}t Se este passo
for constante tem-se:

u(k +1) = u(k) r J(u(k)) (3.5)

3.4.5 Gradiente Descendente para Neuro-Controlador Pretivo
Em um sistema de controle, o principal objetivo € que o ertceemsinal de referéncia e

a resposta do processo seja minimo no instante sedkinté¢) , mediante a uma alteracéo do
sinal de referéncia ou percepc¢do de um disturbio, equacgép (3 forma a atingir o objetivo,
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uma acao de controleé escolhida e aplicada ao processo no instante

ek+1)= r(k+1) W(k+1) (3.6)

sendo:

e(k +1) o erro esperado;

r(k +1) o sinal de referéncia; e

¥(k +1) aresposta estimada do processo (Equacéo (3.1)).

SejaJ a funcéo de custo do problema de otimizac&o para o contmotpasoequacione a
minimizacédo do erro esperado, como por exempdoro quadraticodado por:

J= :_ZLeZ(k +1) (3.7)

ComoJ é funcéo dexk + 1) que funcéo de(k + 1) que funcéo dei(k), logoJ é funcéo
deu(k). Portanto, aplicando essa funcdo a Equacéo (3.5), na fasoadae, tem-se o0 método
do gradiente descendente aplicado na busca da acédo ddeoaddo por:

uk+1)= uk) r J(u(k)) (3.8)

ou na forma diferenciada e expandida pelas substituicGeEgaacdes (3.6) e (3.7)

uk+1) = uk) —@@(II;J)
_ @ 1
= u(k) m éez(k +1)
_ @ 1
= u(k) 8w é[r(k+1) Pk +1)]2
a 1 @k +1)
_ @k +1)
= uk)+ e(k+1) “OwW) (3.9

A representacdo matemética da RNA do modelo interno presenineuro-controlador
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preditivo € dada pela Equacéo (3.1). Diferenciando essac@gem relacaowa(k), tem-se:

#
X
@g&)l) _ @z@k) b + B Wo(Li)! (v) (3.10)
podendo ser reescrita como
@k+1) _ X o @V
ow ., " Wk (341
sendo
o d° (3.12)
dv, '
e
I|>¢I #
@y _ @ ... @ . _
oW m[bihl)Hm j=1Wl(l,J)-y(Z j+1) (3.13)
xn
+W@l)<) Wa(in +j)uk j+1)

j=1

Nota-se que ostermggk 1);y(k 2);::;y(k  n), bem como ostermagk 1);u(k
2);::;u(k - m) sao valores passados e independem(#g. Dessa forma o somatério é sempre
nulo, exceto para = 1 cujo valor sera 1. Portanto a equacéao (3.13) pode ser sioaola para:

@y _ .
QW) W (i;n +1) (3.14)
gue substituida na Equacéo (3.11) resulta em:
@) X i) )W aGin + 1) (3.15)
@(Ik) 2\4:1)- i) 1\h .

i=1

Pode-se dizer entdo, que a Equacéo (3.15) é a express@ndiérgeneralizada para a
RNA do neuro-controlador preditivo, que substituida naaggo (3.9) produz a equacdo nal
de atualizacdo da acéo de controle, dado por:

#
X
uk+1)= uk)+ e(k+1) wo(L:):" qvi):W 1 (i:n + 1) (3.16)

i=1
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O algoritmo do neuro-controlador preditivo usando o métdel@timizacao por gradiente
descendente para minimizacao da funcdo de custo conhexidaearro quadratico € dada pela
implementacéo dos seguintes passos (Schnitman e Fon®&3; 19

1. selecionar o tamanho do passo

2. calcularg(k + 1) por meio das Equacdes (3.1) e (3.2);

3. computar o erre(k) por meio da Equacéao (3.6);

4. calcular a nova acao de controigk + 1) por meio da Equacéo (3.16);
5. aplicaru(k + 1) na entrada do processo;

6. retornar ao passo 2.

Schnitman e Fontes (1999) comentam qué selecionado empiricamente, mas propdem
um meétodo para adaptagcdo dinamica dieaseado no polo dominante do sistema. Este, por
sua vez, apresenta um melhor desempenho comparadastaitico, porém os testes foram
realizados somente em sistemas linearizados.

Quando assume valor muito baixo ou alto, o controlador pode levasterma a instabili-
dade ou nado responder dinamicamente a sua excitacao (268%,

3.5 Comentarios Finais

Este capitulo apresentou conceitos relacionados ao temtirtdmico e formas de utili-
zagéao de redes neurais arti ciais em controle de sistemasantabordados os controladores
por modelo inverso e preditivo usando RNA, os quais s&o asa®mais comuns de neuro-
controladores.

Na Secédo 3.2 foram apresentados os critérios adotadosalhasda estrutura do contro-
lador, sendo ela: por simples realimentagdo ou com modtdmio, e a aplicagdo da RNA na
arquitetura de controle, caracterizado pela forma diretadireta.

A Secéo 3.3 abordou o neuro-controlador por modelo invéosando em sua arquitetura
e 0s métodos de obtencédo da RNA para este tipo de controlador.

O neuro-controlador preditivo abordado na Secédo 3.4, tesecenceituacdo oriunda no
MPC, assim, nessa sec¢ao foi apresentado o MCP de forma siadialj fornecendo um enten-
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dimento sobre a arquitetura e RNA do neuro-controladoriforeBm seguida, foram apresen-
tados os mecanismos de otimizacgéo, culminando no des@marito do método de otimizacao
por gradiente descendente, bem como sua aplicacdo em canirotador preditivo.



Capitulo 4

Neuro-controlador proposto

4.1 Introducao

Pertencente a classe dos neuro-controladores predgipogposto neste capitulo um neuro-
controlador que usa o método de otimizacao unidimensi@mecido como Método de Elimi-
nacao de Regido. Existem varios mecanismos de busca pawrr@degido em que o minimo
da func&o se encontra, no qual se destaca a Busca por seio Aur

Desta forma, no presente capitulo, esse método de otinizgd trés mecanismos de
busca mais conhecidos sdo apresentados. Por m, é apréserdequitetura do neuro-controlador
proposto, convencdes adotadas e suas variagdes com medekeiEncia.

4.2 Otimizacao: Método de Eliminacéo de Regiao

Dentre os métodos de otimizacao listados na Se¢éo 3.4.4tailblde Eliminacédo de Re-
gido, também conhecido como Método por Diminuicdo da RedgdBusca, apresenta grandes
vantagens por ser um método direto de otimizacao, caraatieriprincipalmente por ndo usar
derivadas da funcéo objetivo (Edgar e Himmelblau, 1988).

No entanto, esse método somente pode ser aplicado em pesbilEnotimizacao cuja fun-
cao objetivo seja unidimensional. Como a aplicacao do reointrolador proposto se destina
a controle de sistemas do tipo SISO, essa limitacdo naovantée

O método de eliminacdo de regido consiste em diminuir a eeggincerteza de forma
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iterativa, objetivando que a regido nal seja pequena eadm a solucao otima. Seja uma
funcdo objetival (u) a ser minimizada e a regido de incerteza de nida por doisqsae b
sendoa < b.

Assumindo que o minimo da funcéo objetivo seja de nido poalquer valoru tal que
a u b escolhe-se dois pontes e u,, sendou; U, compreendido entra e b, e que
dividem a regido em trés partes, como pode ser visto na Fglira

WA Ju)>f ) WA suy=fu) TR I <f ()
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’
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Figura 4.1: Regiado de incerteza dividida em trés partes siyms valores pard(u;) e J(uy).

O mecanismo de reducgdo da regido de incerteza se da por meiorildacdo de uma
porcao da regido de nida pela avaliacdo d@i,) e J(u,) obedecendo os seguintes critérios
(Edgar e Himmelblau, 1988):

SeJ(u;) > J (up) elimina-se toda regido a esquerdaudes, o novoa € igualuy;
SeJ(u;) <J (up) elimina-se toda regido a direita de e, 0 novob é igualu,;

SeJ(u;) = J(uy) o valor 6timou esta entrel; e u,, por questdes computacionais (erro
de arredondamento) uma boa prética é eliminar toda regiéeitad, e, 0 novab é igual
Uz,

E importante notar que esse método quando aplicado a fungionmdal podera identi -
car um minimo local como sendo o minimo global para a funcgetiab.

Como se trata de um método iterativo, toda vez que se elimitea parte da regido de
incerteza, uma nova locagéo para 0s poniasu, deve ser realizada. Este processo é realizado
iterativamente até que pelo menos uma das condi¢fes sejaati

O numero méaximo de iteragdes seja excedido;
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A diferenca entrd e a seja menor ou igual ao valor da tolerancia aceitavil (

Atingindo pelo menos uma dessas condicdes, tamoantob podem ser adotados como
sendo au para a funcéo objetivd(u), pois admite-se que o novo intervalo de nido [@oe b
contem a solucao 6tima. Como a tolerarici@ uma valor muito pequeno, considera-se que um
dos extremos € a propria solugéo 6tima para a funcéo ohjetivo

O ponto principal do método de eliminacdo de regido é caiaat® pelo mecanismo de
localizacdo dos novos; e u, apés a eliminacdo de um parte da regido de incerteza. Esses
mecanismos sdo chamados de Algoritmos de Busca, que ssndifen pela forma de alocacao
dos novosl; e u,, podendo ser resumidos em:

Busca de Dois Pontos com Intervalos lguais;
Busca Dicotomica;

Busca por Secéo aurea;

0s quais séo apresentados nas proximas sec¢oes.
4.2.1 Busca de Dois Pontos com Intervalos Iguais

Este tipo de busca é de nido pela igualdade de tamanho desite¥valos alocados dentro
daregido de incerteza,ousaja, a= u, Uu; = b u,. Como acada iteracdq é eliminado
um destes intervalos, entdo pode-se a rmar que neste méwbosca a regido que contem
€ reduzida z% da regido prevista na iteracéo anterior.

Considerandtg = b anaiteracaddk = 0, é possivel a rmar que o tamanho do intervalo
qgue conténu na iteracadk é dado por:

Ly, = = Lo (41)

Como em cada iteracao é feita uma nova avaliacdo da funcétvolgpara o novo valor de
u; e outra para o valor de,, e a de nicdo do novo intervalo necessita de duas avaliagaes
funcao objetivo adicionais, a quantidade de avaliag&o migiini objetivo ao longo deiteragbes
€ dada por:

Ny =2k +2 (4.2)
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4.2.2 Busca Dicotbmica

O método de busca dicotdmica ou Bissecao (Corliss, 1977siste em avaliar a funcéo
em dois pontosl; e u,, semelhante ao método de busca anterior, porém os ponéas, estao
in nitesimalmente separados um do outro, e estdo alocaddsrpos ao centro da regido de
incerteza.

Como a distancia entig e u, é muito pequena, pode-se dizer que a cada iteracéo a regiao
que conténu é reduzida a metade da regido dada na iteracdo anterior.

Assim, considerandby, = b ana iteracdk = 0, por aproximacao, pode-se dizer que 0
tamanho do intervalo que contam na iteracadk € dado por:

|—k = . |_0 (43)

sendo que a quantidade de avaliacdo da funcéo objetivo go tek € expresso por:
Ni =2k +2 (4.4)

caracterizado pelo mesmo conceito de avaliacao da fungétvoldo método de busca de dois
pontos com intervalos iguais.

4.2.3 Busca por Segédo Aurea

A estratégia empregada no método de busca por se¢éo austste@m locar dois pontos
no interior da regido de incerteza, tal que o intervalo elado em uma iteragdo tenha mesma
proporc¢ao no intervalo total restante, ndo levando maisarsideracdo o tamanho do intervalo
restante conforme nos meétodos de busca anteriores (Edgameetblau, 1988).

Desta forma, a cada iteracdo somente um novo ponto tem goalselado, diferentemente
do método de busca de dois pontos com intervalos iguais @ llismdémica, visto que a loca-
lizacdo de um dos pontos; ou u,, permanecera na nova iteracdo juntamente com o resultado
da avaliacdo objetivo para seu valor.

Com este propoésito, divide-se o intervéltio a) em duas sec¢des de tamardexd, conforme
a Figura 4.2, de modo que a relacdo entre os tamanhog deseja obrigatoriamente de nida

por:
c+d

d

ola

="' (45)
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sendo uma constante conhecida como NUmero Aureo cujo valor é Ig@i€dondado a trés
casas decimais).

I ——
a u u p U
! |
| 1

c d

Figura 4.2: Divisdo do interval(b a) em duas sec¢besged.

Para determinar os valores de d, Edgar e Himmelblau (1988) consideram d = 1,

sendod a maior secao. Assim pode-se reescrever a Equacao (4.5)uatsedorma:

1 d
- == 4.6
i G (4.6)
ou 1 1 c
e — 4.7
1 c c (4.7)
gue rearranjando, tem-se:
¢ 3c+1=0 (4.8)
cujas raizes sao: p_
3 5 2618
=727 o382 (4.9)

como2:618¢€ maior que intervalo inicialmente adota@o+ d = 1), somente o valod:382é
aceitavel, portanto, o tamanho de cada uma das sec¢fesgegrteeno intervalo é:

3 Ps

0:382 (4.10)
p_

0:618 (4.11)

Conforme mencionado anteriormente, somente uma novazacab do ponta; ou u,

deve ser feita a cada iteragao, caracterizado pelas seguandicdes na iteracéo

seJ(uy) > J (up) entdo:a ( ug, u; ( up, J(uy) ( J(up) sendo apenas necessario
calcularonovai, = a+ d(b a) eJ(uy);

Caso contrariob ( u,, U ( ug, J(uz) ( J(up) sendo apenas necessario calcular o
novou; = a+ c(b a)ed(uy);
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Podendo-se dizer entdo, que o tamanho aproximado do ilteqwa conténu na iteracédo
k considerandb.g = b anaiteracddk = 0 é dado por:

L, = (0:618f L, (4.12)

pois a cada iteracdo € eliminado uma sec¢éo de tamanho

Como em cada iteragdo € feito somente uma Unica avaliacaangad objetivo, para o
novo valor deu; ouu,, a quantidade de avaliacéo da funcéo objetivo ao londo@leomposta
por:

N = k+2 (4.13)

Portanto, nota-se que o método de busca por se¢do aureardpréssempenho superior
comparado aos outros métodos de busca indicados anteni@;mesto que a cada iteragdo
somente é necessario fazer uma avaliacdo da funcao objetivo

Devido a estas caracteristicas, 0 mecanismo de busca [@ar deea € o escolhido para
compor o bloco de otimizacdo do neuro-controlador propoat8ecédo 4.3. O Algoritmo 1 no
Apéndice A, exempli ca a implementacado do mecanismo dedpsc secéo aurea.

4.3 Neuro-Controlador e Otimizagcao com Méetodo de Busca
por Secéo Aurea

O neuro-controlador preditivo apresenta em sua arquaetar bloco de otimizagéo, no
qual diversas técnicas de otimizacdo podem ser empreg8&easlo mais comum o0 emprego
do método de gradiente descendente, visto na Secéo 3.4éntaltto, esse neuro-controlador
contém algumas inconveniéncias, destacando-se:

Velocidade de convergéncia lenta - inerente ao método dezeitdo (Bazaraa et al.,
1993);

Necessidade de determinar o valor dempiricamente - inerente a arquitetura do neuro-
controlador (Schnitman e Fontes, 1999).

Visando eliminar tais inconvenientes, esta se¢ao apieserd proposta de neuro-controlador
preditivo, cujo bloco otimizador é formado pelo método deelacao de regido com busca por
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secao aurea.
4.3.1 Arquitetura Fundamental do Neuro-Controlador Propaosto

A arquitetura inicial do neuro-controlador proposto naedje, em primeiro momento, da
arquitetura classica de neuro-controlador preditivaleitaa secéo 3.4, representada pela Figura
4.3.

OTIMIZADOR PROCESSO

Y
Y

RNA | 2FD)

_>-_> (Modelo do
processo)

\/

Figura 4.3: Arquitetura fundamental do neuro-controlgolmposto.

Pode-se identi car na Figura 4.3 a presenca dos seguimaissi

rk+1) sinal de referéncia desejado para o0 comportamento do [goesnstante
seguinte;

u(k) acao de controle aplicada no processo no instante

y(k) resposta do processo no instakte

Wk +1) resposta do processo estimada pela RNA para o indtanfe
z ...z " memobriade linha de atraso derivada pade ordem;
z '...z ™ memobriade linha de atraso derivada paxe ordenm;



56 4 Neuro-controlador proposto

4.3.2 Conceito do Neuro-Controlador Proposto

Considere que a RNA do modelo interno (modelo do processé)iglaa 4.3 seja uma
boa representacdo matematica do processo, e que seja wemezeredl| recorrente de entrada-
saida (ver Sec¢do 2.8.2). Assim, pode-se dizer que a gélidal) é a resposta do processo
no instante futuro predito pela RNA, sendo esta in uencipoliau(k) e y(k) juntamente a seus
valores passados, podendo ser equacionado como:

Wk+1)= F(x) (4.14)
sendoF a funcdo mapeada pela RNAe vetor de entrada da mesma composto de:

x =[y(k);y(k 1);zny(k n)u(k);u(k  1);znu(k m)] (4.15)

Em um sistema de controle, o objetivo € impor ao processo uermdmado comporta-
mento, sendo este regido pelo sinal de referénfkat+ 1). Note-se que 0 comportamento
desejado € para o instarketr 1. Assim, o controlador deve calcular uma agéo de controle
e aplica-la no processo no instalktgara que se atenda o objetivo, cuja acdo de controle é
calculada em funcao da diferenca entre o sinal de referérei@sposta do processo.

Com esse intuito, se a RNA é uma boa representacdo materdatigeocesso, entédo a
resposta do processo estimada pela BiA+ 1) é uma boa aproximacéo para a resposta real
do processo no instanket+ 1, logo pode-se usar a resposta estimada pela RNA para caidcula
erro do controlador no instanket+ 1, sendo este dado por:

a(k+1)= r(k+1) ¢(k+1) (4.16)

Repare na Equacao (4.14) que o vaktk + 1) é de nido no instanté, sendo funcao de
y(k) e seus valores passados em conjunto(#t¢ e seus valores passados. Nota-se também que
y(k) é o valor atual lido do proprio processo, e neste instanteagpe valor dei(k) ndo esta
de nido. Portanto, o controlador deve calcular o valgk) tal que minimize a diferenca entre
o sinal de referéncia e a resposta estimada do process@, Basiimindo que

J=jé&(k+1)] (4.17)

seja a funcdo de custolgk) a variavel manipulada, um problema de otimizacdo pode ser
montado. Assim, se uma acao de contrdle) for calculada no instante atual, e esta minimize
adiferencaentre(k+1) ey(k+1) e, se esta mesma acao de controle for aplicada ao processo,
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entdo a resposta do processo para instanté tendera a(k + 1).

No entanto, sabe-se que um modelo matematico, seja RNA murepresentacdo matema-
tica, € uma aproximagdo do processo, passivos de pequeassiermodelagem, in uenciados
por:

ruido presente nos dados de treinamento;
representatividades estatistica dos dados de treinamento

escolha de uma estrutura adequada para o modelo;

Levando-se em consideracdo que a RNA € uma aproximacao despmpassiva destes
pequenos erros, uma diferenca de resposta entre o modeloespo sempre existira, sobretudo
guando o processo é submetido a disturbios, resultando @&mecpmento de erro estacionario.

Com o intuito de minimizar esta diferenca, é possivel calcalquanto que a resposta do
modelo diverge do processo real, ou seja, calcular o residiieracadk. Sendo representado
por , oresiduo é expresso pela Equacao (4.18).

(k) = y(k) (k) (4.18)
sendog(k) o valor predito pela RNA da resposta do processo na itefacao

Assumindo que no instanket 1 os valores dos elementos do vetpde nidos pela Equa-
cao (4.15), sejam idénticos aos do instdnte residuo (k + 1) pode ser considerando igual ao
do instante&k. Logo, (k) pode ser incluido no célculo do erro do controlador, Equé4ad),
resultando em:

é(k+1)=r(k+1) [Wk+1)+ (k)] (4.19)

Assim, a Equacéo (4.17) pode ser reescrita como:
J=jr(k+1) [Wk+1)+ (K)]]j (4.20)

para que o calculo da acdo de controle leve em considerag¢fvenga entre o valores preditos
pela RNA e os valores reais do processo.

Como a estimativa de erro do neuro-controlador tende a dimseu desempenho tende a
aumentar, principalmente em operacdes de sistemas salj@it@ grande quantidade de distur-
bios. Pois, a presenca de um distarbio no processo provathdatamente, por meio deuma
modi cacdo no valor do célculo da acao de controle.
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Desta forma, o neuro-controlador proposto realiza, emgirormomento, a quanti cacao
do residuo, e em seguida otimiza o valoruf{&) para minimizar a funcdo de custo expressa
pela Equacéo (4.20), sendo que a otimizacdo do valar(Ke é realizada pelo método de
eliminacdo de regiGes com busca por secdo aurea. A arqaitetal do neuro-controlador
proposto, contemplando a adi¢cdo do residuo na fungéo descaster minimizada, pode ser
vista na Figura 4.4.

k
rk+) | OTIMIZADOR u(k) processo  |2F

A

\/

RNA

(Modelo do
processo)

\/

Figura 4.4: Arquitetura do neuro-controlador proposto.

4.3.3 Algoritmo do Neuro-Controlador Proposto

Assumindo que os valores possiveis para a¢do de conifiojalo neuro-controlador pro-
posto estejam contidas no universo limitado perb. Determina-se que esses séo respectiva-
mente o limite inferior e superior da regido de busca a sataipalo método de otimizacao.
Como se deseja encontiak), pelo método de busca por secao 4urea, que através da Equacéao
(4.15) seguido da Equacéo (4.14) minimize a funcao de cestorida na Equacéo (4.20), entdo
séo avaliados dois pontos que pertenca a regido de fusca), dado por:

uy(k)
uz(k)

a+cb a) (4.21)
a+db a) (4.22)
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sendoc e d constantes calculadas conforme as Equacgdes (4.10) e, (#eddgctivamente.

Substituindau; (k) e uz(k) na Equacéo (4.15) , dois novos vetores séo produzidos:

X1 =[y(k);y(k 1) y(k n)ug(k);u(k 1) uk m) (4.23)
X2 =[y(k);y(k  1)ny(k n)up(k);u(k 1) u(k m)] (4.24)

gue implicam em duas estimativas de estado do processo dedBgquacao (4.14):

Ya(k+1) = F(x1) (4.25)
Yo(k+1) = F(x2) (4.26)

e consequentemente, dois erros de controle provaveisma sareémizados pela funcao objetivo
da Equacéo (4.20):

Ji=jrk+1)  [uk+1)+ (k)] (4.27)
J2=jr(k+1)  [fo(k+1)+ (K] (4.28)

que por meio do método de busca por se¢édo aurea sdo avaliaglds de nindo qual acdo de
controle,u;(k) ouu,(k), devera ser eliminado de forma a diminuir a regido de busca.

E sabido que, no método de busca por se¢édo aurea, a cadadtaragiovo valor da oub
é calculado de forma que o regido de busca seja reduzidanAgsando a regido de busca for
reduzida a um valor aceitavel (tolerancia) ou o algoritmeftil@izacao atinja uma quantidade
de iteracdo superior ao numero desejado, a acdo de confkylpode ser de nida pelo limite
inferior da regido de busca restante, ou sgflk) = a, sendo essa aplicada ao processo.

Portanto, com a arquitetura de controle vista na Figura 4.#hglementacao completa do
neuro-controlador proposto € listada no Algoritmo 2 présen Apéndice A.

4.3.4 Acrescentando Modelo de Referéncia ao Neuro-Contaxdor Proposto

O sobre-sinal da saida causado instantes apds a mudanca deupatamar do sinal de
referéncia, pode torna-se um problema indesejavel, pogjndo o desempenho do controlador.
Segundo Kasparian e Batur (1998) um modelo de referéna@andieta a trajetéria desejada que
a saida do processo devera seguir dada uma mudanca no sie&réacia get-poinj e, tal
modelo de referéncia deve ser preferencialmente de paroaiem e estavel.

Assim, de forma a atenuar o impacto na saida do processodoapsk mudanca brusca
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do sinal de referéncia, pode-se aplica-lo a entrada de unelmde referéncia e a saida deste
a entrada do controlador. Desta forma, o modelo de refexé&pticado ao neuro-controlador
pode ser visto na Figura 4.5.

r(k+1) ralk+1) k k
.| MODELO DE ~| OTIMIZADOR “t_.  processo [ 2%,
REFERENCIA
A A
Bk <
—{ 1 >
I —1
z Z
A
) RN [PEEUL
» - > (Modelo do
processo)
1
Z

Figura 4.5: Arquitetura do neuro-controlador proposto enatelo de referéncia.

Considerando que a saida do modelo de referéncia seja dadg(ge-1) = f,(r(k+1)),
sendd ,, umafuncao que represente o modelo de referéndiiel) a referéncia propriamente
dita, a implementacédo completa do neuro-controlador @iopmm modelo de referéncia pode
ser listada como apresentado no Algoritmo 3 presente nohpEA.

4.4 Comentarios Finais

O neuro-controlador proposto apresentado neste capfaalaso do método de eliminacéo
de regido como otimizador. Dentro deste método de otimizacBhecanismo de busca por
secao aurea foi adotado, sendo este escolhido por apresanémcia superior aos demais
deste método.

Na Secéo 4.2 foi apresentado o método de otimizacdo ponelg@o de regido, destacando
sua facilidade por ser um método direto. Como mecanismosisigalforam evidenciados, a
busca de dois pontos com intervalos iguais, a busca dicogdenbusca por se¢do aurea, sendo
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ressaltado que a busca por secdo aurea € a mais e ciente.

A arquitetura, conceituacao e o algoritmo do neuro-coatt@ proposto foi apresentado
na Secédo 4.3. Nesta sec¢do, destacou-se a formulacéo da fiencésto dotada de mecanismo
para quanti car dinamicamente o desvio de modelagem doegsire a justi cativa de sua
utilizacdo. Foi também evidenciado a utilizacdo e beregidia introducédo de um modelo de
referéncia na arquitetura de controle.
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Capitulo 5

Estudo de Casos, Resultados e Discussodes

5.1 Introducao

Com o intuito de comparar e validar o neuro-controlador pstp foi desenvolvida uma
plataforma de testes que avalia o0 desempenho do contra@atioado em modelos simulados
e processo real (planta piloto de neutralizagéo de pH),csesdesultados apresentados neste
capitulo.

De forma a organizar o estudo de casos, este capitulo egd&@ddiem duas secbes, uma
para testes em sistemas simulados e outra para testes tergian Nelas serdo descritos o
processo, a obtencdo na RNA e os resultados dos testes.

E também apresentado uma comparacio de desempenho entre@owrolador pro-
posto, neuro-controlador com gradiente descendente mtamhdr PID para os testes realizados,
sendo que para os testes em modelo simulado o uso do modelfeincia € empregado.

5.2 Sistema Simulado

Durante a primeira fase do desenvolvimento do neuro-claiakoo proposto, partiu-se de
testes com modelos de processo lineares de primeira ordesa elhegar a modelos nao-lineares
invariantes no tempo. Os testes de rastreabilidade e dejdi disturbios bem como aplicacao
ou ndo de modelo de referéncia ao neuro-controlador fordotados a prova em todos os
modelos.
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De forma a facilitar a execucéo dos testes, foi desenvokmddatLalh uma plataforma
para realizacéo de testes, sendo esta apresentada hadgpBndue mais tarde veio também a
controlar a comunicacao com a planta piloto de neutralzdedpH.

Assim, dentre os modelos testados nesta secdo, somenteegpEstos 0s testes com o
modelo que apresentou maior di culdade de controle: o mmdel um processo nao-linear
invariante no tempo.

5.2.1 Descri¢céo do Sistema

O modelo apresentado na Equacéo (5.1) foi um modelo origerate usado por Chen et al.
(1990) para teste de identi cacdo de sistemas com redesisgegendo mais tarde usado por
Kasparian e Batur (1998) para teste de neuro-controladssin este sera o0 modelo de um
processo nao-linear invariante no tempo adotado paratessecontroladores.

h i i
y(k) = 08 05e Y& D yk 1) 03+09 Y&V yk 2)+

uk 1)+0;2uk 2)+0;lutk Duk 2) (5.1)

h

A Figura 5.1 representa a excitacdo em malha aberta desstapada valores de referén-
cia aleatdrios compreendidos enfre 1.
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u(k)

Amplitude

o 20 40 60 80 100 120 140 160 180 200
tempo (seg.)

Figura 5.1: Excitacdo em malha aberta do modelo néo-lineariante no tempo da Equagéo (5.1),
sendou(k) o sinal aplicado (k) a resposta do modelo.

5.2.2 Obtencao da RNA

Como se trata de um neuro-controlador preditivo, que povezéaz uso de um modelo in-
terno, a obtencdo da RNA se dé& pela identi cagdo do proceasguestdo. Assim, 0s seguintes
passos séo seguidos:

Coleta de dados por meio de simulacéo do modelo - Equacdo (5.1
Analise dos dados e dimensionamento RNA (arquitetura e ativacao, etc.);
Treinamento;
Validacao;
Testes.
Durante o processo de coleta de dados, a simulacédo do prdoessalizada em malha

aberta. Foi coletado um conjunto de dados para treinamalidacao e testes, sendo que, para
cada conjunto, foi realizada uma simulacao da Equacéa (5.1)

De posse dessas massas de dados, iniciou-se o projeto dadRNfarme indicado na
Secéo 3.4.3, neste trabalho é abordado o uso de RNA com apeaasmada escondida, visto
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gue esta € capaz de mapear qualquer funcéo continua. Dessa ¥@rias arquiteturas foram
avaliadas, em termos de numero de neurdnio na camada es@@tiimanho de memoria de
linha de atraso derivada tanto pg(&) quanto parai(k).

Contudo, somente € apresentado a RNA que apresentou meemnpgenho no teste de
validacdo, sendo esta do tipo MLP e treinada previamengs alg ser colocada em operacéao
no neuro-controlador. Esta RNA possui as seguintes caistatas:

Somente uma camada escondida com quatro neurénios;

Uma memédria de linha de atraso derivada de ordem 2 para ayg#ida

Uma memédria de linha de atraso derivada de ordem 2 para alenfid;

Funcdes de ativacdo do tipo sigmoidal tangente hiperbélitaear para os neurdnios
ocultos e de saida, respectivamente.

Sendo que seu processo de treinamento se deu pelo uso de:

Modo Treinamento em Lote ou batelada;

Algoritmo de treinamento.evenberg-Marquardt Backpropagation

Estratégia de ampliacdo da generalizacao: Parada ardedigaly Stopping + regula-
rizacdo bayesiana.

Durante o treinamento foram utilizados um conjunto5@@0 (cinco mil) amostras para
o treinamento e outro corA000 (duas mil) amostras para validacdo. Um conjuntc266
(duzentas) amostras foi usado para o teste da RNA em regimeedigéo livre ao término do
treinamento e validagao, sendo este apresentado na Figura 5
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Figura 5.2: Teste da RNA em regime de predicao livre.

Na Figura 5.3 pode ser vista a diferenca entre a respostabdegso e a resposta da RNA,
o residuo .
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Figura 5.3: Residuo - Diferenga entre resposta do processo e resposta da RNA.

Apo6s a obtencdo do modelo, o neuro-controlador propostonpiementado conforme a
Figura 4.4 e, os resultados obtidos podem ser vistos na segéamte.
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5.2.3 Resultados e Discussodes

Esta secdo destaca os resultados alcan¢cados com o netnaaxtor proposto e o compara
com o neuro-controlador preditivo com otimizacao por graté descendente e também com o
controlador classico PID (Callender e Stevenson, 1939ta0897). A RNA obtida na Sec¢éo
5.2.2 foi usada como modelo interno para os dois neuro-alaxlivres, isto foi feito objetivando
comparar o desempenho deles com a mesma RNA.

Dois tipos de testes sdo avaliados para compor o desempesicomtroladores: rastreabi-
lidade e rejeicé@o de disturbios, sendo estes realizados aajuitetura de controle sem modelo
de referéncia e com modelo de referéncia.

A parametrizacdo dos controladores foi:

Para o neuro-controlador preditivo com otimizador por gmaig descendente, o valor de
foi determinado empiricamente, sende 0;06;

Para o controlador PID, seus ganhos foram: ProporckRak 0,06, IntegralKl =0;3
e DerivativoKD =0;8;

Para o neuro-controlador proposto foi de nido o Numero méxide iteragdebl = 10 e
a Tolerancia (regiao nal que contenhgk) 6timo)tol = 1% do universo de busca.

Para todos os controladores foi determinado que a acédo dmleomn(k) deveria estar
compreendida enti@e 1.

De forma a padronizar a exibi¢édo dos resultados dos testizados com os controladores,
toda gura com esta nalidade é composta por trés gra cosalaes:
Gra co (a): Comportamento do processo, sem@lo) a referéncia g/(k) a resposta do

Processo,

Gra co (b): Acao de controle e disturbios, senagig) a acdo de controledk) o distur-
bio;

Graco (c): Integral do Erro Absoluto (IAE) calculado seglma funcaolAE (k) =
IAE (k 1)+ jr(k) y(k)j, sendo apresentado em destaque o valor nal obtido no teste.

Nos testes de rastreabilidade o sinal de referéncia fodgeakeatoriamente entfee 1, e
ndo houve a presenca de disturbios.
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Nos testes de rejeicao de disturbios, o sinal de referéoiamagntido enD;5 e os disturbios,
representado pat(k), foram gerados aleatoriamente en®gb-e 0,5 e adicionados a resposta
do processo antes de ser apresentado ao controlador, py(k¢R d(k) + y(k).

O modelo de referéncia adotado nos testes € caracterizato wm sistema de primeira
ordem e estavel (Kasparian e Batur, 1998), sendo este afadeena Equacéo (5.2).

rm(k+1)=0;6r(k+1)+0 ;4r,(k); (5.2)

Todos os resultados dos testes expostos em seguida, foaéirades utilizando a plata-
forma de testes apresentada no Apéndice B.

Teste de rastreabilidade (sem Modelo de Referéncia)

Os resultados dos testes de rastreabilidade realizadoss@ontroladores sem o uso de
modelo de referéncia séo apresentados nas guras 5.4, 55eférentes ao neuro-controlador
preditivo com otimizador por gradiente descendente, otador PID e neuro-controlador pro-

posto, respectivamente.
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Figura 5.4: Sistema simulado: resultado do teste de ragideme com neuro-controlador preditivo com
otimizador por gradiente descendente sem modelo de refarén
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Figura 5.5: Sistema simulado: resultado do teste de radtdzale com controlador PID sem modelo de
referéncia.
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Figura 5.6: Sistema simulado: resultado do teste de ragdidzale com neuro-controlador proposto sem
modelo de referéncia.
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Foi evidenciado que o neuro-controlador com otimizadorgradiente descendente nao
consegue estabilizar o processo, isto porque suas acfestdele sdo alteradas de forma bem
suave. Percebe-se também que o controlador PID mesmo &swtado inferior ao do neuro-
controlador proposto, tem acdes de controle mais suavesenkmto, 0 neuro-controlador
proposto apresenta menores niveis de sobre-sinal e estghd mais rapida.

Teste de rastreabilidade (com Modelo de Referéncia)

Os resultados dos testes de rastreabilidade realizadossoantroladores usando modelo
de referéncia sédo apresentados nas Figuras 5.7, 5.8 edréntek ao neuro-controlador predi-
tivo com otimizador por gradiente descendente, controlRdD e neuro-controlador proposto,

respectivamente.
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Figura 5.7: Sistema simulado: resultado do teste de radideale do neuro-controlador preditivo com
otimizador por gradiente descendente dotado de modeldetémeia.
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Figura 5.8: Sistema simulado: resultado do teste de radidz=ale do controlador PID dotado de modelo
de referéncia.
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Figura 5.9: Sistema simulado: resultado do teste de radidzale do neuro-controlador proposto dotado
de modelo de referéncia.
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A insercdo de um modelo de referéncia ndo melhora o desempknheuro-controlador
com otimizador por gradiente descendente. Percebe-seagae pontrolador PID o sobre-sinal
€ reduzido consideravelmente, mas, o tempo de acomodat@mntu Para o neuro-controlador
proposto, ocorre uma perda de velocidade de estabilizagi a acao de controle se torna mais
suave.

Teste de rejeicao de disturbios (sem Modelo de Referéncia)

Os resultados dos testes de rejeicdo de disturbios readizamn os controladores sem uso
de modelo de referéncia sdo apresentados nas Figuras 5.1C 5.12 referentes ao neuro-
controlador preditivo com otimizador por gradiente desdeste, controlador PID e neuro-
controlador proposto, respectivamente.
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Figura 5.10: Sistema simulado: resultado do teste de &egjaie distdrbios do neuro-controlador predi-
tivo com otimizador por gradiente descendente sem modelefdeencia.
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Figura 5.11: Sistema simulado: resultado do teste de &gjailg distirbios do controlador PID sem

modelo de referéncia.
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Figura 5.12: Sistema simulado: resultado do teste de &sjade distdrbios do neuro-controlador pro-
posto sem modelo de referéncia.
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Percebe-se que o0 neuro-controlador com otimizador poregreeddescendente ndo consegue
rejeitar os disturbios e estabilizar o processo. Nota+sdém a presenca de oscilacdes consi-
deraveis eny, no teste com o controlador PID no momento de alteracao dorbiis. Para
0 neuro-controlador proposto, tém-se menores niveis degdc emy e estabilizagdo mais
rapida, porém com alteracéo brusca da acao de controle.

Observacoes

Em cenarios de rejeicéo de disturbios, o modelo de refex@@a in uencia no desempenho
dos controladores, pois o sinal de referéncia é mantidaaotes logor,(k+1) = r(k+1).
Assim, os resultados dos testes realizados nesse cenarans&m idénticos ao do sem modelo
de referéncia, razdo pela qual ndo sao apresentados.

Nota-se que em todos os testes 0 neuro-controlador progmsisenta melhor desempenho
gue os demais. Sua acéo de controle em cada iteracdo aesnreta resposta mais rapida do
sistema, isto devido a capacidade de mudar o valor da acaont®mle de um patamar para
outro bruscamente no decorrer do tempo.

A adi¢cao de um modelo de referéncia faz com que os contra@adravizem sua acgéao de
controle somente no momento da mudanca do sinal de refar&srido possivel notar que o
desempenho do controlador aumenta.

A Tabela 5.1 apresenta um quadro comparativo do IAE (IntefprdErro Absoluto) dos
controladores obtidos ao nal dos testes, tanto para o @edarrastreabilidade quanto para a
rejeicdo de distarbios.

Tabela 5.1: IAE (Integral do Erro Absoluto) dos controlaor Sistema néo-linear invariante no tempo

(simulado)
Neuro-controlador Controlador Neuro-controlador
Teste preditivo com otimizador PID proposto
por gradiente descendente
Rastreabilidade 197 22,5 2,77
sem modelo de ref.
Rastreabilidade 167 25,5 1,43
com modelo de ref.
Rejeicdo de disturbios 213 21,9 11,1

sem modelo de ref.
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5.3 Planta piloto de neutralizacdo de pH

Entre os mais diversos processos nado-lineares, destacpareeesso de neutralizacao de
pH, sendo este referéncia em controles de processos gsimims apresenta grande variacdo
de comportamento oriundo de pequenas mudancas nas cadgpeocesso (Lee et al., 2001;
Yoo et al., 2004).

Objetivando demonstrar o desempenho dos controladoresaresso real que apresenta
alto grau de nao-linearidade, foram realizados testes em plamta piloto de neutralizagao
de pH instalada no laboratorio de Modelagem Otimizacdo e Cantlel Processos - MOCP,
do Centro Universitario do Leste de Minas Gerais - UnilesieMoronel Fabriciano (MG) -
Brasil.

Esta planta foi construida com fomento do Conselho Nacidm&lesenvolvimento Cienti-
co e Tecnoldgico - CNPq, com o objetivo de ser uma platafopaea realizacdo de testes de
identi cacéo de processos e controle mono e multi-varey@ampos, 2007).

5.3.1 Potencial Hidrogeniénico pH

As concentracdelsidrogenionicaH * ] e hidroxilibnica[OH ] em uma solucéo estao in-
versamente correlacionadas, ou seja, 0 aumento de umatacaiminuicéo da outra e vice-
versa. Assim, em uma solugéo acida ha mais iortd delo que ions dOH e o inverso para
solucdes alcalinas, e quando suas concentracdes saq asaliscao € dita neutra (Ylén, 2001).

O potencial hidrogeniénicgp{) avalia o nivel de acidez de uma solucéo, cujo valor por
convencao, varia enti®a 14, calculado conforme Equacéo (5.3).

pH = log,fH+g (5.3)

Através da Equacéo (5.3), a classi cacdo de uma solucdopdmmmle vista do potencial
hidrogeniénicofH), estando a uma temperatura2&C é dada por (Ylén, 2001):

pH < 7) acido
pH =7 ) neutro

pH > 7) alcalino
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5.3.2 Solucao tampao

Sao solugdes que atenuam a variacao dos valorpsid@cido ou alcalino), mantendo-o
aproximadamente constante, mesmo com adicao de pequeardglgdes de acidos ou bases
(Ylén, 2001). As solugBes tampéo séo geralmente formadaspdcido fraco e um sal desse
acido, ou, entéo, por uma base fraca e um sal dessa baser(gehei al., 1995). Em situactes
praticas (Ex.: processos bioquimicos) onde o valopldadeve ser mantido perto de um valor
6timo, uma solucéo tampéo € adicionada ao processo (Marezdarres, 2007).

5.3.3 Descricdo da Planta

Objetivando a neutralizacéo g1, na planta piloto, duas ou mais solucdes sao colocadas
continuamente em um reator por meio de bombas dosadorak) gee estas e a sonda de
medic&o dgpH estéo conectadas a um microcomputador via interface derdoagio USB.

Esta planta piloto de neutralizacdopt¢, usada para realizacéo de testes dos controladores,

€ constituida basicamente pelos seguintes elementos:

trés bombas peristalticas para dosagem de reagentes alrdestontrole dd a 20mA;

um agitador magnético;

um medidor dggH com precisao d6;01pH com transmissor déa20mA;

um tanque para reagente aciéal{;

um tanque para solucéo basélj;

um tanque para solucéo tamp&al{;

um reator 2;1l);

um tanque coletorl4qd);

duas placas de aquisicdo de dados USB:

— modelo NI USB-6008;
— oito canais de entradas analogicas com resolucéo de 12 @itzze
— dois canais de saidas analdgicas com resolucéo de 12 (disze) b

— doze canais de entradas ou saidas digitais con guraveis;
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— taxa de amostragem de 10kS/s;
um microcomputador:

— processador Intel Coreé™ 2 Duo de 1,66GHz;

— memoéria RAM de 1,0 (um) Gbytes;

— HD (Disco Rigido) de 80 (oitenta) Gbytes;

— placa de video de 256 (duzentos e cinquienta e seis) Mbytes;
— quatro portas USB;

A Figura 5.14 apresenta a foto da planta piloto de neutigiizalepH e, a Figura 5.14
apresenta seu diagrama funcional. Mais detalhes sobres#regio, croqui estrutural, espe-
ci cacao detalhada dos materiais, métodos de calibrac&demapacao de solugbes podem ser
vistos em Campos (2007).

Figura 5.13: Foto da planta piloto de neutralizacapde
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Figura 5.14: Diagrama funcional da planta piloto de neizimgBio depH . Fonte: Campos (2007).

As solugdes usadas nos testes dos controladores forammgapaeguindo o procedimento
de Campos (2007), exceto para a solucao de acido nitdibkd3) que foi substituida por uma
solucéo de acido cloridricdi(Cl).

Portanto, o reator foi alimentado ,continuamente, com @$isges vazoes:
Ql ) HCI! H"+ClI

Q2 ) NaHCO3! Na®" + HCO,
Q3 ) NaOH'! Na" + OH
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5.3.4 Obtencao da RNA

A obtencdo da RNA foi realizada de forma semelhante a do psoceimulado. Como
se trata de um neuro-controlador preditivo, que por suaaezi$o de um modelo interno, a
obtencdo da RNA se da pela identi cacdo do processo em quessdim, 0s seguintes passos
foram seguidos:

Coleta de dados do processo por meio das placas de aquisici@olds USB;
Analise dos dados e projeto da RNA (arquitetura, funcaoidacidto, etc.);
Treinamento;

Validacao;

Testes

Mantendo-se constante a vazao da solucao tanipabl CO3) igual aQ2 = 0;1ml=sege
a solucao de acido cloridricéiCl) igual aQl = 2;74ml=seg a coleta de dados se deu pela
leitura da sonda de medicéo del e da vazao de hidréxido de sodio aplicada ao processo em
malha aberta, sendo que a vazg® hidroxido de sédioaOH), foi persistentemete variada
entre valores déml=sega 4;4ml=seg

A taxa de aquisicéao de dados foi iéuma) amostra por segundo e durante a avaliacdo do
conjunto de dados. Através da auto-covariancia dos siegsidobservou ser necessaria uma
decimacgéao d20(vinte) amostras. Esta avaliacdo segue o0s procedimerpssios por Aguirre
(2004). Assim, para o treinamento da RNA e todos os testesaltsoladores utilizou-s#&
(uma) amostra a cadd (vinte) segundos. A Figura 5.15 apresenta a massa aposmaadéa.

As coletas de dados para treinamento, validacao e testen fealizadas a partir da exci-
tacdo da planta em tempos e periodos distintos. Entaauings o projeto da RNA, abordando
0 uso de RNA do tipo MLP com apenas uma camada escondidapdsysdfatores jA mencio-
nados na Secéao 3.4.3.

Dessa forma, varias arquiteturas foram avaliadas, em sedamimero de neurbnios na
camada escondida e tamanho de memoria de linha de atrasaddetanto parg(k) quanto
parau(k). Contudo, somente € apresentado a RNA gque apresentou nadeglbempenho no
teste de validagéo, cujas caracteristicas séo:

Somente uma camada escondida com trés neurdnios;
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Figura 5.15: Excitacdo em malha aberta da planta piloto dealzacdo deH, sendou(k) a vazéo de
NaOH ey(k) opH.

Uma memodria de linha de atraso derivada de ordem 3 para ayg&ida
Uma memoria de linha de atraso derivada de ordem 2 para aenfid;

Funcdes de ativagdo do tipo sigmoidal tangente hiperbélitaear para os neurénios
ocultos e de saida, respectivamente.

Seu processo de treinamento se deu pelo uso de:

Modo Treinamento em Lote ou batelada,;
Algoritmo de treinamento.evenberg-Marquardt Backpropagation

Estratégia de ampliacdo da generalizacao: Parada ardedigaly Stopping + regula-
rizacdo bayesiana.

Durante o treinamento foram utilizados um conjunto3@@ (trezentas e vinte) amostras
para o treinamento 800 (trezentas) amostras para validacao, sendo estes caatadorma
independente no processo. O conjunta20@ (duzentas) amostras, visto na Figura 5.15, foi
usado para o teste nal da RNA com predicgéo livre, sendo gstesantado na Figura 5.16.
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Figura 5.16: Teste de validacdo da RNA.

Como se pode notar na Figura 5.16 ocorre uma pequena difesrie a resposta do
processo e a resposta da RNA, que séo os residus® ocorre devido a erro de modelagem e
também a presenca de ruidos nas medi¢des. A Figura 5.1¢af@es residuos
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Figura 5.17: Residuo - Diferenca entre resposta do processo e resposta da RNA.

Apo6s a obtencdo do modelo, o neuro-controlador propostonpiementado conforme a
Figura 4.4. Os resultados obtidos podem serem vistos na segdinte.
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5.3.5 Resultados e Discussodes

Esta secdo destaca os resultados alcancados com neumlambat proposto e 0 compara
com o neuro-controlador preditivo com otimizacao por graté descendente e também com o
controlador classico PID. A RNA obtida na Secédo 5.3.4 é aausatho modelo interno para
os dois neuro-controladores, isto € feito objetivando amaupo desempenho deles utilizando a
mesma RNA.

Dois tipos de testes sdo avaliados para compor o desempesicomtroladores: rastreabi-
lidade e rejeicao de disturbios, sendo estes realizados aajuitetura de controle sem modelo
de referéncia.

A parametrizacdo dos controladores foi:

Para o neuro-controlador preditivo com otimizador por gmaig descendente, o valor de
foi determinado empiricamente, sende 2;

Para o controlador PID, seus ganhos foram: ProporcikRal= 1;48, IntegralKl =
0;41e DerivativoKD =148,

Para o neuro-controlador proposto foi de nido o Numero méxide iteragdebl = 10 e
a Tolerancia (regido nal que contenhgk) 6timo)tol = 1% do universo de busca.

Para todos os controladores foi determinado que a agéo t®lean(k) seria a manipu-
lacdo da vaza®3, hidroxido de sédioNaOH), e deveria estar compreendida ertind=seg
e 4;4ml=seg exceto para o neuro-controlador preditivo com otimizgmwrgradiente descen-
dente.

De forma a padronizar a exibicédo dos resultados dos testzados com os controladores,
toda gura com esta nalidade € composta por trés gra cosalaes:

Gra co (a): Comportamento do processo, sem@lo) a referéncia g/(k) a resposta do
processo;

Gra co (b): Acao de controle e disturbios, sendald) a acéo de controle dada pela vazao
Q3deNaOH ed(k) a variagdo da vazaQ1 deHCI, caracterizada com disturbio;

Graco (c): Integral do Erro Absoluto (IAE) calculado seglma funcaolAE (k) =
IAE (k 1)+ jr(k) vy(k)j, sendo apresentado em destaque o valor nal obtido no teste.
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Nos testes de rastreabilidade o sinal de referéptig foi gerado aleatoriamente endg
e 10,0. Nesses testes nao houve a presenca de disturbios.

Nos testes de rejeicdo de disturbios, o sinal de referéptig foi mantido em7,0 e
os disturbios foram gerados aplicando aleatoriamente wamagé@o na vaza®1l de acido
cloridrico HCI) compreendida entre 0;5ml=seg e 0;5ml=seg sobre sua vazado nominal de

2;74ml=seg

Todos os resultados dos testes expostos em seguida foratnsoltilizando a plataforma
de testes apresentada no Apéndice B.

Teste de rastreabilidade

Os resultados dos testes de rastreabilidade realizadossoontroladores sao apresenta-
dos nas Figuras 5.18, 5.19 e 5.20 referente ao neuro-caddropreditivo com otimizador por
gradiente descendente, controlador PID e neuro-contofadposto, respectivamente.
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Figura 5.18: Processo de neutralizacéo pte¢: Resultado do teste de rastreabilidade do neuro-
controlador preditivo com otimizador por gradiente degeeite.



5.3 Planta piloto de neutralizac&o de pH 85

12
L 10
=
goor/ T
15 7
< 6|
4 Il Il Il Il Il Il Il
(o] 200 400 600 800 1000 1200 1400 1600
tempo (seg.)
(@)
6
%
E I
é—
< 2 ] ﬁ m M |
0 ﬁ m I I I ﬂ I I
(o] 200 400 600 800 1000 1200 1400 1600
tempo (seg.)
100
IAE: 46.6
[}
=)
=]
5 50 =
S
<<
0 Il Il Il Il Il Il Il
(o] 200 400 600 800 1000 1200 1400 1600

tempo (seg.)

©

Figura 5.19: Processo de neutralizaca@de Resultado do teste de rastreabilidade do controlador PID.
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Figura 5.20: Processo de neutralizacéo pt¢: Resultado do teste de rastreabilidade do neuro-
controlador proposto.
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Nota-se claramente que o neuro-controlador com métodazatiidio por gradiente descen-
dente ndo consegue estabilizar o processo, isto porquagdes de controle sdo alteradas de
forma bem suave, ou seja, a amplitude entre as acdes deleanpequena.

Percebe-se também que o controlador PID mesmo tendo dsyitéximo ao do neuro-
controlador proposto, ndo é capaz de responder satisfiatente em toda faixa de operacéo,
cando mais evidente ap6%$200segundos de operacdo (Figura 5.19), visto que o valor de
referéncia ca em torno dpH 8 por um tempo consideravel.

O neuro-controlador proposto, a cada iteracao aplica acepsd uma acao de controle
mais e caz, pois percebe-se na Figura 5.20 que a amplitutle as a¢des de controle atinge
valores em toda faixa de operacao.

Teste de rejeicao de disturbios

Os resultados dos testes de rejeicao de disturbios readizanin os controladores séo apre-
sentados nas Figuras 5.21 e 5.22 referentes ao controldd@ ieuro-controlador proposto,
respectivamente.
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Figura 5.21: Processo de neutralizacagHe Resultado do teste de rejeicao de distlrbios do controla-
dor PID.
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Figura 5.22: Processo de neutralizacdoptle Resultado do teste de rejeicdo de distlrbios do neuro-
controlador proposto.

Em virtude do baixo desempenho do neuro-controlador comizdador por gradiente
descendente nos teste de rastreabilidade, ndo foi realteate rejeicdo de disturbios para o
mesmo.

Percebe-se nas Figuras 5.21 e 5.22 que 0 neuro-controlagjmygbo possui uma melhor
resposta na rejeicdo os disturbios, impostos pela varide&@l de acido cloridricoKICl),
comparado ao PID.

Isso deve-se ao fato da diferenca entre a saida do modelo)(BRNA processo tender a
aumentar na presenca de disturbios e, como o residuo € usattico de otimizacdo do neuro-
controlador proposto, a sua acao de controle ja considediféeenca, o que resulta em um
melhor de desempenho.

No entanto, nota-se que o esfor¢co de controle apresentémogerolador PID € menor,
sendo essa uma boa caracteristica para operacdo em precesgee seu regime dinamico,
exige uma taxa de variagcdo da acéo de controle menor.

Observacoes

A Tabela 5.2 apresenta o Integral do Erro Absoluto (IAE) dogmladores obtido ao nal
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dos testes. Nota-se que 0 neuro-controlador propostoeapieesm desempenho superior aos
demais, e que o neuro-controlador com otimizador por gnéeligescendente ndo realizou con-
trole sobre o sistema, semelhante aos resultados dosresiezados em sistemas simulados.

Tabela 5.2: IAE (Integral do Erro Absoluto ) dos controlagorPlanta de neutralizacao jold

Neuro-controlador Controlador Neuro-controlador
Teste preditivo com otimizador PID proposto
por gradiente descendente
Rastreabilidade 80,9 46,6 43,3
sem modelo de ref.
Rejeicdo de disturbios - 10,1 8,94

sem modelo de ref.

5.4 Discuss0Oes Gerais - Sistema simulado e planta de neutra-
lizacdo depH

Para a determinacéo dos parametros (sintonia) do contrdPdD, em primeiro momento,
tentou-se usar o método de sintoni@Dahlin, 1968; Astrom e Hagglund, 2005). No entanto,
devido ao alto grau de nao-linearidade do processo, os pt@srgerados por este método
apresentaram desempenho insatisfatério - fora da faixauenfiog sintonizado, sendo que para
a planta piloto esta faixa foi compreendida entigb6 e 8. Assim, foi necessario realizar um
ajuste empirico para que o mesmo nao entrasse em instdbiliftara da faixa de ajuste, que por
conseguinte surtiu um efeito positivo. Como se trata de@jusr "tentativa e erro”, sendo um
processo de neutralizacdo ple relativamente lento, foi desprendido um tempo considérave
nesta sintonia.

Para o neuro-controlador preditivo com otimizador por gnaig descendente, conforme
Schnitman e Fontes (1999), a determinacédo de seus par&nréetropirica, o que demandou
de um maior esforgo, principalmente no processo neutg@ElzdepH. Nota-se que para todos
0s casos, mesmo depois de encontrada a melhor sintoniagb@rzeero-controlador, 0 mesmo
apresentou o maior IAE entre os trés controladores testados

A sintonia do neuro-controlador proposto foi de nida w#ndo a equacao que determina
o tamanho do intervalo de busca afOiseracfes do método de otimizacéo por eliminacéo de
regides com busca por secao aurea. Edgar e Himmelblau (8888&m, para este método de
busca, que a tolerancia é dada p@r= (0 ;618f Lo, sendadLq a regido de busca inicial. Desta
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forma, independente do processo a ser controlado, assomimdalor de tolerancia tém-se o
numero maximo de iteracdes. A tolerancia determina a @easa acdo de controle, que nos
testes,1%da regido de busca foi su ciente para que o0 neuro-controlpiiposto apresentasse
o menor IAE no teste de rastreabilidade entre o controladestados, mesmo sujeito a uma
maior variabilidade de amplitude do sinal de referénciaemparacdo com os demais. No teste
de rejeicéo de disturbios na planta de neutralizacdoHleo resultado encontrado € bastante
satisfatorio, pois submetido a uma variacdo de aproximadsa®0%na vazad),, solucao de
acido cloridrico HCI), o neuro controlador proposto estabiliza o processo aapéshte.

Nota-se tanto no neuro-controlador proposto quanto na@awior PID que a mudanca
de patamar da ac&o de contralé) ocorre de forma mais brusca e veloz, enquanto no neuro-
controlador com método de otimizag&o por gradiente descee@ mas suave e lenta. Percebe-
se também que o controlador PID mesmo tendo resultado poéaordo neuro-controlador
proposto, ndo é capaz de responder satisfatoriamente arfaigd de operacao, como pode ser
visto na Figura 5.20.

5.5 Comentéarios Finais

Objetivando colocar em prova o desempenho do neuro-cadtvpproposto, foram apre-
sentados neste capitulo os resultados dos testes realizadprocesso simulado e real (planta
piloto de neutralizacédo deH) em cenarios de rastreabilidade e rejeicdo de disturbamb&m
uma comparacao do resultado do neuro-controlador propastocontrolador PID e neuro-
controlador preditivo com otimizacgao por gradiente dedeate.

Na Secdo 5.2 foi exposto o modelo de um sistema nao-line@m@rno tempo usado
como processo simulado a ser controlado. Foi também apaeleen mecanismo de obtencéo
da RNA, para uso nos neuro-controladores, seguido de testess controladores sem modelo
de referéncia e com modelo de referéncia em cenérios deabsitlade e rejeicdo de disturbios.

Os resultados dos testes dos controladores aplicados enstema real, planta piloto de
neutralizacdo deH, foram apresentados na Secao 5.3. S&o destacados nestaseadac-
teristicas do processo, a obtencdo da RNA para uso nos centt@iadores, e os resultados
alcancados em cenarios de rastreabilidae e rejeicao detlost.

Na Secao 5.4 foi exposta uma avaliacdo geral dos contr@adestados, mostrando as
questdes relacionadas as suas parametrizacfes e o camgdeespeci co de geragcdo de
suas acoes de controle.
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Capitulo 6

Conclusoes

Na busca de solucdes para controle de sistemas dinamicdsedes ou processos onde
ha necessidades operacionais complexas, dinamicas e camgaaa de funcionamento, foi
explorada neste trabalho a utilizagcdo de neuro-controégdem sistema dinamicos. A qual
veio a culminar na proposta de um neuro-controlador queaitil método de otimizac&o por
eliminacao de regifes e busca por secdo aurea.

O neuro-controlador proposto possui uma particularidadernum: incluir na funcéo de
custo, o residuo. Objetivando assim, minimizar a in uérsidaerro de modelagem, erro es-
tacionario e aumentar a capacidade de rejeicdo de dissuridlém de possuir a capacidade
de otimizar a acédo de controle para que a mesma leve o proaess@omportar conforme
desejado, em um menor tempo possivel.

Desta forma, o neuro-controlador proposto apresenta uraatesaistica de grande valia: se
necessario, muda o valor da acdo de controle de um patan@aog&o bruscamente entre as
iteracdes. Isto causa um aumento de desempenho quandadapic processo com alto grau
de néo linearidade, onde ca evidenciado tal necessidad®muaigportamento. No entanto, em
processos onde a mudanca de patamar da acéo de controleedsuawe, algumas restricbes
devem ser adicionadas, como por exemplo, a limitacdo dagZida acdo de controle entre
cada iteracao do algoritmo do controlador.

Outra caracteristica marcante do neuro-controlador gtop®d a simplicidade para deter-
minar seus parametros, comparado ao neuro-controladorotiomzacédo por gradiente des-
cendente. Pois, elimina a necessidade deamanho do passo), visto que seus parametros
independem do tipo de processo a ser controlado. No entantodelo do processo a ser ex-
traido (RNA), assim como em todos os controladores baseado@delo, tem a identi cagéo
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do sistema como o ponto chave.

Foi possivel notar durante os testes, que o custo compngcios algoritmos dos contro-
ladores sao diferentes, sendo que o neuro-controladopgi@g o0 que possui 0 maior custo
dentre os controladores testados. Isto devido a necessiigasimular o processo, por meio da
RNA, a cada iterac&o do algoritmo de busca por secdo aurdacmde otimizacao.

Apesar do método de otimizacdo adotado no neuro-contnofa@posto estar sujeito a
minimos locais, somente quando este ocorrer, o resultadgatade controle sera menos e -
ciente. No entanto, os resultados apresentados no Capitalo rmam o potencial do neuro-
controlador proposto, tanto para os cendrios de rastigathis quanto para o de rejeicao de
distarbios.

6.1 Sugestdes para trabalhos futuros

No decorrer deste trabalho alguns testes ndo puderam $endea, bem como outras
idéias surgiram. Assim, deixa-se registrado algumas siggepara trabalhos futuros:

Realizacdo de testes de rejeicdo de distlrbios na plamt® pie neutralizacdo deH
com neuro-controlador em outras niveigadte;

Realizacdo de testes na planta piloto de neutralizag@bldsom neuro-controlador com
modelo de referéncia;

Aplicacéo do neuro-controlador proposto em sistemas maitaveis;
Adequacéo do neuro-controlador proposto para adaptatéioe

Utilizacao de outra representagdo matematica como maatelmd do neuro-controlador
proposto;

Utilizacao de outros métodos de otimizag¢do no neuro-ctatton proposto.
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Algoritmo 1 Busca por sec¢ao aurea

a ( Inicio daregido de busca
b( Fim da regido de busca
Kmax ( NUmero maximo de iteracdes
tol ( Telerancia
3 5
c( o
d( 1 3;°
up( a+cb a)
u ( a+db a)
Jul ( ‘] (ul)
Jup (I (u2)
k( O
Enquanto(jb aj >tol) e(k < kmax) Faca
Sely, > J, Entdo

a= U
up = Uz
‘]Ul = Juz
u,=a+dlb a)
‘]Uz = J(UZ)
Senao
b= Uo
Uz = U
Ju, = Juy
uy=a+chb a)
‘]Ul = J(Ul)
Fim Se
k=k+1;

Fim Enquanto
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Algoritmo 2 Neuro-controlador proposto

a ( Limite inferior da regido de busca panék)

b( Limite superior da regido de busca pai)

kmax ( NUmero méaximo de itera¢des para buscaife

tol ( 'goleréncia (regido nal que contenhgk) 6timo)
-3 5

c= 32

d=1 3,5
k=0
Enquanto 1 Faca
k=k+1
r(k+1) ( Comportamento desejado (Referéncia)
y(k) ( Estado do processo (leitura do valor atual)
x=[y(k 1yy(k 2):5y(k (n+2);u(k Duk  2);nuk (m+1))]
$(k) = F(x)
(k) = y(k)  $(k)
ui(k)= a+ c(b a)
ux(k)= a+ dlb a)
X1 =[y(k);y(k LD;:ny(k n);ur(k);ulk 1) utk m)
X2 =[y(k);y(k 1);ny(k  n)juz(k);u(k  L)suk m))
Ya(k +1) = F(x1)
Yok +1) = F(x2)
Ji=jrk+1)  [uk+1)+ (K)]]
Jo=jr(k+1) [fo(k+1)+ (K)]]
i=0
Enquanto (jb aj >tol) e(i <k max) Faca
Sel, > J; Entao
a= uy(k)
ua(k) = uz(k)
€1 = %2
ux(k) = a+ d(b a)
X2 = [y(k);y(k L) y(k n);ua(k);u(k  1)sutk m)
Yok +1) = F(x2)
Jo=jr(k+1)  [o(k+1)+ (K]
Senéo
b= uz(k)
uz(k) = ua(k)
€2 = &1
ui(k)= a+ c(b a)
x1 =[y(k);y(k 1);y(k  n)jug(k);utk  1)muk m))
Ya(k+1) = F(x1)
Ji=jr(k+1) [u(k+1)+ (K]
Fim Se
i=i+1;
Fim Enquanto
uk) = a
Processq u(k)
Fim Enquanto
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A Algoritmos

Algoritmo 3 Neuro-controlador proposto com modelo de referéncia

a ( Limite inferior da regido de busca panék)

b( Limite superior da regido de busca pai)

kmax ( NUmero méaximo de itera¢des para buscaife
tol ( 'goleréncia (regido nal que contenhgk) 6timo)

_3'5
c= 32

d=1 3,5
k=0
Enquanto 1 Faca
k=k+1
r(k+1) ( Comportamento desejado (Referéncia)
y(k) ( Estado do processo (leitura do valor atual)
rm(k+1) = fm(r(k+1))
x =[y(k 1)y(k 2)sy(k  (n+1);u(k  Lyutk  2)suk (m+1))
$(k) = F(x)
(k) = y(k)  $(k)
up(k)= a+ c(b a)
ux(k)= a+ d(b a)
x1 =[y(k);y(k 1);ny(k  n)jur(k);u(k  L)suk m))
Xo = [y(k);y(k  L)iny(k n);ua(k);u(k 1) utk m)
Ya(k +1) = F(xq)
Yok +1) = F(x2)
Ji=jrm(k+1)  [a(k+1)+ (K)]]
J2=jrm(k+1)  [Po(k+1)+ (K)]
i=0
Enquanto (jb aj >tol) e(i <k max) Faca
SelJ, > J; Entdo
a= uy(k)
u1(k) = uz(k)
€1 = &2
ux(k) = a+db a)
X2 = [y(k);y(k 1)uny(k  n)iuz(k);u(k  1)mmuk m))
Yok +1) = F(x2)
J2=jrm(k+1)  [fo(k+1)+ (K]
Senéo
b= ux(k)
uz(k) = ua(k)
€2 = %1
ui(k)= a+ c(b a)
X1 =[y(k);y(k L) y(k n);ugk);u(k D) uk m)
Ya(k+1) = F(x1)
Ji=jrm(k+1)  [auk+1)+ (K)]]
Fim Se
i=i+1;
Fim Enquanto
u(k) = a
Processdq u(k)
Fim Enquanto




Apéndice B

Plataforma de Testes

B.1 Introducéao

Para a realizacdo dos testes dos controladores, foi dégdovama ferramenta chamada de pla-
taforma de testes a m de facilitar a realizacdo dos mesmesd&possivel a alteracdo dos seguintes
itens:

dos processos (planta);

dos controladores;

dos modelos de referéncia;

da amplitude do sinal de referéncia;

da alternancia do sinal de referéncia;

da insercao de ruidos;

da insercao de distarbios;

dos parametros temporais da simulacao;

da criacao e treinamento da RNA;

do salvamento do conjunto de dados da simulacao;

da parametrizacdo da comunicag&o com a planta de neutéadiziepH .
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A Figura B.1 apresenta a plataforma de testes desenvolmiddalLal .

Figura B.1: Plataforma de teste.
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B.2 Descricao dos elementos da plataforma de testes
B.2.1 Caixade selecéo: Planta

A caixa de selecdo Planta, tem por nalidade selecionaramdipprocesso (planta) a ser controlado.
Possui as seguintes opc¢oes:

Modelo linear de primeira ordem:

y(k) =0:786(k 1)+0:6065/(k 1); (B.1)

Modelo linear de segunda ordem:

y(k)= u(k 1)+0:5u(k 2)+1:5by(k 1) O07y(k 2); (B.2)

Modelo ndo-linear invariante no tempo:

h i i
y(k) = 08 05e Y&« D yk 1) 03+09 YK D yk 2)+

uk 1)+0;2u(k 2)+0;lutk Duk 2); (B.3)

h

Planta piloto: estabelece conexdo via porta USB com a plailato de neutralizacdo dpH
usando as con guracdes presentes na cRigata piloto de neutralizacdo depH .

B.2.2 Caixa de selecédo: Neuro-Controlador

A caixa de selecdo Neuro-Controlador, tem por nalidadeaehar o tipo de controlador a ser
aplicado no processo. Possui as seguintes opcoes:
Malha aberta;
Neuro-controlador preditivo (otimizacdo por gradientsagasdente);
Neuro-controlador proposto;

Controlador PID.
B.2.3 Caixa de selecédo: Modelo de referéncia

A caixa de selecao Modelo de referéncia, tem por nalidadecg&nar o tipo de Modelo de refe-
réncia a ser aplicado ao controlador. Possui as seguintéesip
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Nenhum;

Modelo de Primeira ordem lento:

rm(k+1)=0:2r(k +1) +0 :8r, (K); (B.4)

Modelo de Primeira ordem rapido:

rm(k+1)=0:6r(k +1)+0 :4rn (Kk); (B.5)
B.2.4 Caixa: RNA

A caixa RNA, possui as informac@es referente a RNA. Nelaéronima caixa de texto com o nome
da RNA usada no neuro-controlador e o botBlova" . Este botdo abre uma interface para criagédo de
uma nova RNA.

B.2.5 Caixa: Amplitude do sinal de referéncia

A caixa Amplitude do sinal de referéncia, contém as caixaseg® com os limitedMaximo e
Minimo da amplitude do sinal de referéncia e as opc¢des de alteenénite os limites, sendo:

xa: alteracdo do sinal de referéncia somente com valores die lméximo e minimo; e

aleatéria: alteracao do sinal de referéncia com valores entre o vallorisite maximo e minimo.
B.2.6 Caixa: Alternéancia do sinal de referéncia

A caixa Alternancia do sinal de referéncia, contém as caibeatexto com os limitedlaximo e
Minimo do tempo Alternancia do sinal de referéncia e as opc¢deseataaticia entre os limites, sendo:

xa: tempo de alternéncia xa a cada tempo presente na caixa tteM&xima; e

aleat6ria: tempo de alternancia aleatéria entre o tempo presenteacdi®a de valores do limite
maximo e minimo.

B.2.7 Caixa: Opcdes
A caixa Opc0es, permite selecionar as seguintes op¢coemdéasio:

Adaptar-se a planta: opcao nao disponivel (futuro);
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Usar predicao livre: habilita a predicdo livre para a RNA,

Distarbios(méx): caixa de texto que contém o valor maximo para insercao dérblies aleaté-
rios entre este e o valor minimo;

Disturbios(mim): caixa de texto que contém o valor minimo para insercao dérdiet aleatérios
entre este e o valor maximo;

Ruido na entrada da planta (%): caixa de texto que contém o valor percentual de ruido a ser
aplicado na entrada da planta;

Ruido na saida da planta (%): caixa de texto que contém o valor percentual de ruido a ser
aplicado na saida da planta;

Lambda: caixa de texto que contém o valor dgoara o neuro-controlador com otimizador com
gradiente descendente;

Taxa de atualizacao gra ca: caixa de texto que contém o intervalo de iterac6es em queangra
serd atualizado;

Tempo de Simulagao (s):caixa de texto que contém o tempo de simulagcao do experineemto
segundos;

Tempo de discretizacéo (s)caixa de texto que contém o tempo de discretizacao a seadplic
no processo em segundos.

B.2.8 Caixa: Planta piloto de neutralizacéo deH

A caixa Planta piloto de neutralizacdo pi, possui as con guragcdes para estabelecer a conexao
via porta USB com a planta piloto de neutralizac&opéle por meio da placa de aquisicdo de dados
NI USB-6008. Conforme citado na secéo 5.3, as bombas e a sleqtd estdo conectadas a placa de
aquisicdo de dados. Assim cada um destes elementos é mhatdipela plataforma de testes obedecendo
0 seguinte critério:

Adaptador: Caixa de sele¢do que contém o nomedduer que estabelece comunicagdo com o
dispositivo;

Dispositivo: Caixa de sele¢do que contém o nome do dispositivo sele@oradaixa de sele¢ao:
Adaptador;

Canal: Caixa de texto que contém o nome do canal do dispositivoieako na caixa de selecao
Dispositivo;

Botéo Atualizar: Este botdo atualiza a lista deversda caixa de selecddaptadoresde todas
as bombas e sonda gél.
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B.2.9 Caixa: Conjunto de dados

A caixa Conjunto de dados, possui as ferramentas para niagéiopuda massa de dados e RNA. A
opcaoSalvar dados ao m da simulagédodetermina se os dados serdo salvos automaticamente no nal
da simulacéo. A caixa de textdome de ne o0 nome da massa de dados a ser salva ou aberta para a
simulacéo.

Botéo Salvar dados:Este botéo realiza o salvamento da massa de dados a qualguenio da
simulacéo;

Botédo Treinar Lote: Este bot&o realiza o treinamento em lote da RNA localizadeana de
textoRNA com a massa de dados presente na ddofaee com o nimero de época determinada
na caixa de textdempo de Simulacéo (sfom uma taxa de atualizacdo gra ca determinada na
caixa de textdlfaxa de atualizacdo gra cg

Botdo Salvar RNA: Este botédo salva a RNA localizada na caixa de t&#\;

Botéo Plotar dados: Este botéo plota a massa de dados presente naNama

B.2.10 Botdo: Simular

O botéo Simular, inicia a simulacdo com todas as paramefiezada plataforma de teste.

B.2.11 Botdo: Pausa

O botéo Pausa, efetua uma pausa na simulacgéo.

B.2.12 Botdo: Cancelar

O botéo Cancelar, cancela a simulacgéo.



